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Trabajo propuesto

Area de Conecemento: Estatistica e Investigacion Operativa

Titulo: Inferencia estadistica con datos sesgados por longi-
tud

Breve descriciéon do contido

Los datos sesgados por longitud surgen cuando los individuos no
tienen la misma probabilidad de forma parte de la muestra. Esto
es frecuente en multiples situaciones de muestreo, por ejemplo si se
toman turistas al azar de entre los que se encuentran en el lugar
de destino, pues los turistas con estancias maés largas tendran més

probabilidad de ser encuestados.

Para que los estimadores (por ejemplo, de la duracion media de la
estancia) no estén sesgados, se han disefiado estimadores especificos
con este tipo de datos. Cabe destacar que estos estimadores estan

relacionados con la media armoénica.

En este trabajo se revisaran estos estimadores y se ilustraran con

datos simulados y datos reales.

Recomendacions

Outras observacions




Indice general

[Resumenl

Introducciénl

[1. Estimacion con datos sesgados por longitud|

[1.1. Estimacion con una muestra no sesgadaj . . . . . . .. .. ...

[1.1.2. Estimacion de la media y la varianzal . . . . . . .. ... ... ....

|1.2. Estimacién con una muestra sesgadal . . . . . .. ... L.

[1.2.1. Distribucion de la variable sesgadal . . . . . ... ... ... ... ..

|1.2.2. Estimacién de la media con una muestra sesgada: media armoénical

VIII

XI

[1.2.3. Estimacion de la tunciéon de distribucion a partir de una muestra

| sesgada por longitud| . . . . ... ... ... 0oL

B Fstudio de smilaca bre ] G sical

3. Regresion con datos sesgados por longitud|

[3.1. Modelo lineal general con datos no sesgados| . . . . . ... ... ... ...

[3.1.1. Estimacion de los pardmetros del modelo : Sy o®.|. . . . ... ...

13.1.2. Propiedades de los estimadores| . . . . . . . ... ... ... ... ..

[3.2. Modelo lineal general con datos sesgados por longitud| . . . .. .. ... ..

[3.2.1. Estimacién de los parametros del modelo| . . . . . .. ... ... ..

[3.2.2. Propiedades de los estimadores| . . . . . . ... ... ... ...




INDICE GENERAL

VI
|A. Coédigo R para las simulaciones| 57
IA.l._Distmbuciones continuasl . . . . . . . .. L o7
IA.2. Distribuciones discretasl . . . . . . . .. .. 63
|A.3. Regresiéon con datos sesgados por longitud| . . . . ... .. ... ... ... 65
B 67






VIII INDICE GENERAL



Resumen

En este trabajo se hace un recorrido a lo largo de varias situaciones que nos llevan a la
aparicién de sesgo por longitud en una muestra. Presentaremos el modelo de sesgo por lon-
gitud, y a partir de él veremos que el estimador adecuado de la media poblacional no es la
media aritmética simple, sino que es la media arménica. Mediante un estudio de simulacién
analizaremos las propiedades de la media armoénica y comprobaremos que la media aritmé-

tica no es un buen estimador de la media poblacional, en el caso de tener muestras sesgadas.

También trabajaremos los métodos de estimacion paramétrica mas habituales (mini-
mos cuadrados ponderados) adaptados al sesgo por longitud. Y empleando el programa R
generaremos muestras sesgadas de un modelo de regresién y estimaremos los coeficientes
con y sin ponderacién, para hacer una comparacién de los sesgos y desviaciones tipicas

aproximadas.

Abstract

Several situations that exhibit biased sampling are presented in this paper. The length
bias model is introduced and we will see that the appropriate estimator of the population
mean is not the simple arithmetic mean, but is the harmonic mean. Through a simulation
study, we will analyze the properties of the harmonic mean and we will verify that the
arithmetic mean is not a good estimator of the population mean in the case of biased

samples.

We will also work with the most usual parametric estimation methods (weighted least
squares) adapted to the length bias. And using the R program, we will generate biased
samples of a regression model, and we will estimate the coefficients with and without

weighting, to make a comparison of approximate biases and standard deviations.

IX






Introduccion

En este trabajo vamos a tratar con datos sesgados por longitud. Aunque normalmente
cuando hablamos de sesgo solemos referirnos al estimador y al problema de estimacion, los

datos sesgados no se refieren a esta cuestion, sino al proceso de registro de los propios datos.

Recordemos que el sesgo de un estimador 0 para un pardmetro poblacional 6 es:
Sesgo(0) = E(0) — 0, y decimos que el estimador es insesgado si su sesgo vale cero. Sin
embargo, los datos sesgados son aquellos que no tienen la misma probabilidad de aparecer
en la muestra. Si una muestra contiene datos sesgados, puede incluir preferencia o margi-
nar cierto tipo de resultados. Como consecuencia del sesgo en la toma de datos, se puede
producir un sesgo en los estimadores ordinarios, como por ejemplo en la media muestral,
de modo que es necesaria alguna correccion en los estimadores, posteriores a la toma de la

muestra.

Si 0 < w(z) <1 esla probabilidad de registrar una observacion z, el problema que
plantean los datos sesgados o las observaciones sesgadas es que provienen de una pobla-
cion X%, que recoge el comportamiento estocastico de la poblacién de interés X, y a este
comportamiento le anade el efecto que el procedimiento de observaciéon de dicha poblacién
pudiera tener. Ocurre entonces que aunque la distribucion que sigue X esta relacionada

con la de X, ambas son diferentes.

En Patil (1984) podemos ver un claro ejemplo de lo que son los datos sesgados por
longitud. En él se pretende estimar la duracién media de la estancia de turistas en Marrue-
cos. Para ello se contact6 con turistas que se encontraban saliendo del pais, y con turistas
durante su estancia en hoteles. Las duraciones medias fueron 9 dias y 17,8 dias respectiva-
mente. Claramente, vemos que la duracién media de los turistas alojados en hoteles es casi
el doble de los que se encuentran en la salida del pais. Esto no supone ninguna contradic-
cién, pues en cada encuesta se estan midiendo variables diferentes. En el caso de los hoteles,

los turistas encuestados forman una muestra sesgada, ya que al ser los instantes de visita

XI



XIT INTRODUCCION

a los hoteles aleatorios, los turistas que més frecuentemente encontraban los encuestadores
eran aquellos cuya estancia era mas larga, y por ello las personas que tenfan estancias mas
largas eran recogidos en la muestra con mayor probabilidad. Sin embargo, en el primer caso

la muestra es simple, ya que los individuos tienen la misma probabilidad de ser encuestados.

Los datos sesgados por longitud aparecen en muchos problemas de muestreo, no solo
de tiempo o duracién, sino también en el &mbito tecnolégico e industrial, como se puede
ver en Cox (1969). También tienen gran importancia en problemas econdmico-sociales,
asociados a tiempos de duraciéon, como puede ser el estudio del tiempo de desempleo de

una poblacién.

Supongamos que en un instante al azar contactamos con una Oficina de Empleo, y
extraemos una muestra de individuos que se encuentran desempleados. Dicha muestra esta
sesgada por longitud, ya que las personas que llevan més tiempo sin empleo son incluidas
en ella con mayor probabilidad. Por otra parte, si de cada individuo sélo podemos medir
el tiempo desde que empezd a estar sin empleo hasta el momento en el que se realiza el
muestreo, las observaciones no miden toda la duracién del intervalo de desempleo, luego
van a ser lo que denominamos como datos “censurados”, que requieren un tratamiento es-

tadistico especial.

El origen y problemadtica de tratamiento de los datos sesgados por longitud esté rela-
cionado con la Paradoja del tiempo de espera que podemos ver en Feller (1971). En ella se
supone que los instantes en los que llega un autobds a una parada siguen una Poisson de
parametro A. Luego si un observador que se encuentra en la parada, registra el tiempo que
transcurre entre la llegada de dos autobuses consecutivos, vera que dicho tiempo es apro-
ximadamente A. Sin embargo, si consideramos otro observador que llega a la parada en un
instante aleatorio y uniformemente distribuido a lo largo del tiempo que transcurre entre
la parada de dos autobuses consecutivos, éste también llegard a que el tiempo medio que
hay que esperar hasta que pase el siguiente autobis es A y no A/2 como podriamos pensar.
Esto es debido a que los tiempos medidos por ambos observadores tienen distribuciones

distintas, ya que estan observando el tiempo que transcurre de forma diferente.

Ademas, en dicha paradoja también podemos ver que este tipo de datos quedan ca-
racterizados por el hecho de que la distribucién F“ de la poblacién observada, X% es
proporcional a x. Es decir,

dF" (z) = idF(a:). (1)
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En general, la mayoria de fenémenos en los que se accede a los datos mediante el “des-
cubrimiento” son candidatos a ser datos sesgados, luego necesitan métodos de estimacion

e inferencia diferentes de los habituales.
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Capitulo 1

Estimacién con datos sesgados por

longitud

Los valores que obtenemos de una muestra nos permiten conocer los valores que en-
contrariamos en una determinada poblacion. Luego cuestiones como la forma en la que
se seleccionen los sujetos o el tamano de la muestra, tienen una gran importancia en el
momento de poder determinar en qué medida es representativa de la poblacién a la cual

se refiere.

Una muestra aleatoria o probabilistica es aquella en la que todos los sujetos de la po-
blacién tienen la misma probabilidad de ser escogidos. Las muestras aleatorias aseguran
o garantizan mejor el poder extrapolar los resultados, y en ellas tenemos mas seguridad
de que se encuentren representadas las caracteristicas importantes de la poblacion, en la
proporcion que les corresponde. Si el 20 % de la poblacién tiene la caracteristica A, (una
determinada edad, una determinada situacion economica, etc.) podemos esperar que en la

muestra también habra en torno a un 20 % con esa caracteristica.

Si la muestra no es aleatoria (no probabilistica) puede suceder que esté sesgada y que
por lo tanto no sea representativa de la poblacién general, porque predominan mas unos
determinados tipos de sujetos que otros. Por ejemplo, si hacemos una pregunta a los con-
ductores que se paran ante un seméforo, prescindimos de los que utilizan otro medio de
transporte, y si hacemos la pregunta a la salida de una estaciéon de metro, prescindimos de

los que tienen y utilizan coche particular, etc.

En la primera seccion de este capitulo veremos como estimar la funcién de distribuciéon
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con una muestra no sesgada, asi como la media y la varianza poblacionales. También men-
cionaremos algunos resultados relacionados con propiedades de la funcién de distribuciéon
empirica, como el Teorema de Glivenko-Cantelli. En la segunda seccién, vamos a volver
a estimar la funcién de distribucién, pero en este caso, considerando muestras sesgadas
por longitud. Que una variable esté sesgada por longitud, quiere decir que en lugar de
observarla a ella, observaremos otra que toma los mismos valores que la primera pero con
probabilidades diferentes. Por lo tanto, veremos que para hacer esta estimacién, tendremos
que relacionar la funcién de distribucién de una variable sesgada, con la de otra variable
no sesgada. También veremos que la media arménica es un estimador de la media pobla-
cional de la variable sesgada por longitud y aproximaremos su distribucién haciendo uso

del Teorema central del limite y del Método delta.

1.1. Estimacién con una muestra no sesgada

Vamos a comenzar trabajando con una muestra no sesgada. En esta seccién veremos
quiénes son los estimadores de la funcién de distribucién, de la media y de la varianza
poblacional, asi como algunas propiedades.

1.1.1. Estimacion de la funcion de distribucion

Definicion 1.1. Sea Xj,..., X, una muestra aleatoria de X con funcién de distribucién

F'. Se define la funcién de distribucién empirica como la funcién

Fo(z) = ;ZH:I(Xi <),z €R, (1.1)
=1

que a cada ntiimero real x le asigna la proporcién de valores observados que son menores o

iguales que x.

Es inmediato comprobar que F;, asi definida es una funcién de distribucion que cumple:
1. F,,(x) € [0, 1] para todo z € R.

2. F), es continua por la derecha.

3. F,, es no decreciente.

4. lim F,(z)=0.

T——00
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5. lim F,(z) = 1.
pamde el
En general, F,, se puede considerar como una funcién de distribucli()n de una variable
aleatoria discreta (que podemos llamar X.), que asigna probabilidad — a cada uno de los
n

n valores X;, con i = 1,2,...,n. Ademas F}, es un estimador de F'.

Z;

piZP(Xe:xi)‘l/n I/n ... 1/n

T To ... Tp

De este modo, F,, asigna a un conjunto A del espacio muestral de X la probabilidad
empirica
1
=) I(X; € A),
n

que es la proporciéon de datos X; que pertenecen a A.

Si se fija el valor de x entonces la variable aleatoria I(X; < z) toma valores 0,1, con
probabilidad 1 — p, p respectivamente. Es decir, es una Bernoulli de pardmetro p = F(z).
De ahi se deduce que F,, es una variable aleatoria y que nF),(z) tiene distribuciéon bino-

mial con pardmetros n y p = F(z). Es decir, con media nF'(x) y varianza nF'(z)(1— F(z)).

Asi,

Var(nFy(z)) =nF(z)(1 — F(z)) = Var(F,(z)) = %F(x)(l — F(x)). (1.3)

Como hemos visto, la esperanza de la funcién de distribucién empirica coincide con
la funcion de distribucién teorica, E(F,(x)) = F(z). Por lo tanto F,(x) es un estimador

insesgado de F'(z).

De lo anterior se sigue que la funcién de distribucién empirica es un proceso estocéstico:
si consideramos un espacio probabilistico (€2, A, P) donde estan definidas las sucesiones de
variables aleatorias {X,},>1 a partir de las cuales definiremos la funciéon de distribucion
empirica, tenemos que

Fn:(Q,A,P) x (R, B) — [0,1]

(w,2) — Fn(e)(w) = - S0 (X < 2)(Xi(w))
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Fijado z, Fy,(x)(-) : (2, A, P) — [0, 1] es una variable aleatoria.
Fijado w, Fy,(-)(w) : R — [0, 1] es una funcion de distribucion.

Por lo tanto, la funcién de distribucién empirica es una funcién de distribucién aleatoria.

Podemos englobar lo dicho anteriormente en el siguiente teorema.

Teorema 1.2. Sea {X,}n>1, sucesion de variables aleatorias independientes e idéntica-
mente distribuidas definidas en el espacio de probabilidad (2, A, P) con funcion de distri-
bucion comin F. Se denota por F,, la funcion de distribucion empirica obtenida de las n
primeras variables aleatorias X1, ..., X,,. Sea x € R. Se verifica lo siguiente:

1. P(Fy(z) = j/n) = (") F(z) (1— F(2))"7, j =0, ...n.

J

2. E(F,(x)) = F(x), Var(F,(x)) = %F(x) (1 - F(x)).

3. F,(z) = F(x) casi seguro.

4. Se tiene S (Fa(a) @)
n(F,(x) — F(x d
Z 1.4
VE@QA-F@) -

donde Z es una variable aleatoria con distribucion normal estdndar, y la convergencia

es en distribucion.

Demostracion. Los apartados (1) y (2) son consecuencia inmediata del hecho de que
nFn(z) ~ B(n,p = F(x)), como hemos visto.

Por otro lado, si definimos Y; = I(X; < x), se tiene que Fj,(x) es igual a la media
aritmética de las variables aleatorias Y1, ..., Y,,. Asi, el apartado (3) es una aplicacion inme-
diata de la ley fuerte de los grandes numeros y el apartado (4) es consecuencia del teorema

central de limite. O

Como hemos visto en la asignatura de Probabilidad y Fstatistica, la convergencia casi

segura, implica convergencia en probabilidad, luego del teorema anterior deducimos que
Fp(z) 2 F(z),z € R.

Pero se tiene un resultado mas potente, que es el llamado Teorema de Glivenko-Cantelli.

Este nos dice que Fj,(z) converge a F(x) de forma uniforme para todos los valores de .
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Teorema 1.3 (Glivenko-Cantelli). Sea { X, }n>1, sucesion de variables aleatorias indepen-
dientes e idénticamente distribuidas definidas en el espacio de probabilidad (2, A, P) con
funcién de distribucion comin F. Se denota por F, lo funcion de distribucion empirica

obtenida de las n primeras variables aleatorias X1, ..., X,,. Entonces:
Supger|Fn(z) — F(z)] <5 0.

La demostracion del teorema anterior puede encontrarse en Vélez y Garcia (1993), p.36.

Es importante resaltar que segun el apartado (3) del Teorema 1.2, las distribuciones
empiricas asociadas a muestras de tamano n convergen débilmente a la distribucion de
probabilidad teérica identificada por F', para casi todas las muestras de tamano infinito
que se extraigan de F'. Esta es una de las consecuencias mas importantes de dicho teo-
rema: la distribucién empirica converge débilmente con probabilidad 1 a la poblacional
cuando el tamano de la muestra tiende a infinito. Esto garantiza la posibilidad de realizar
inferencia estadistica. Los aspectos probabilisticos de una caracteristica X, medida en una
poblacion, se resumen de forma estilizada en una distribucion de probabilidad F, la cual
puede ser aproximada mediante las distribuciones empiricas Fj, obtenidas por muestreo de
la poblacién en estudio. El Teorema de Glivenko-Cantelli afirma que esas aproximaciones
son uniformes en x. Por esta razén el Teorema de Glivenko-Cantelli se llama a veces Teo-
rema Fundamental de la Estadistica Matematica: da una fundamentacién de la inferencia
estadistica, cuyo objetivo principal consiste en extraer informacion sobre F' a partir de las

observaciones muestrales.

1.1.2. Estimacién de la media y la varianza

Definiciéon 1.4. Dada una muestra aleatoria simple X, Xo,..., X, de X, con E(X) =pny
Var(X) = 0%. La media muestral es el estadistico obtenido tomando la media aritmética

de los elementos de la muestra. La denotaremos mediante X :
"1
X = 2 ~X;
1=

La media aritmética muestral es un estimador insesgado de la media poblacional, pues:

E(X)=E [zn: :LXZ] = %E [zn:Xi] = % (E[X1]+ ...+ E[X,]) = %n,u =pu
=1 =1
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Por otra parte, la varianza de la media muestral seria:

n n
i, 1 1 1 2
Var(X)=Var E nXi] =3 E Var(X;) = ETLGQ = %
i1 i=1

Como podemos ver, la media muestral en general es diferente a la media poblacional.
La magnitud del error que estamos cometiendo dependera de la distribucién de la media
muestral, y en particular de su variabilidad. A medida que aumenta el tamano muestral n,

el valor de la varianza de la media muestral decrece, reduciéndose asi el error.

El requisito minimo deseable para un estimador es que a medida que el tamafnio de
la muestra crece, el valor del estimador tienda a ser el valor del parametro poblacional,

propiedad que se denomina consistencia.

Definicion 1.5. Se define el error cuadratico medio de un estimador como
ECM()) =E [(é - 9)2} .

Y diremos que un estimador converge en media cuadrética al verdadero valor del pardmetro

que esté estimando, si su ECM tiende a cero cuando el tamaifio de la muestra se va a infinito.
Ademas también se cumple que

ECM () = Var(0) + (Sesgo(6))?.

Definicion 1.6. Se dice que un estimador es consistente si converge en probabilidad
al valor verdadero del pardmetro que pretende estimar, cuando el nimero de datos de la

muestra tiende a infinito.

La convergencia en media cuadratica implica la convergencia en probabilidad, tal y
como vimos en la asignatura de Probabilidad y Estadistica. Luego si un estimador converge
en media cuadratica es consistente.

Ademas, como el error cuadratico medio es la suma de la varianza y del cuadrado del

sesgo y ambos sumandos son no negativos, es inmediato el siguiente resultado:
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Proposicion 1.7. La sucesion {0,}1°° ; de estimadores de un pardmetro 0, es consistente

en media cuadrdtica, si y sélo si se cumplen las dos condiciones siguientes:
1. Es asintéticamente insesgado. Esto es, lim E(6,) = 6.
n—oo

2. lim Var(9,) = 0.

n—oo

Luego si el estimador es insesgado, la consistencia en media cuadrética equivale a

lim Var(6,) = 0 (ya que el sesgo es igual a cero).
n—oo

La media muestral es un estimador consistente de la media poblacional, pues:
gl PU0) = g LX) =

o2

lim Var(f) = lim Var(X) = lim — =0

n—oo n—o0 n—oo N

Definicién 1.8. Dada una muestra aleatoria simple X;, Xo, ..., X,, de X, con E(X) = p

y Var(X) = o2. La varianza muestral se define como :

1 _
SP=->(Xi-X)’
i=1
Vamos a calcular la esperanza de la varianza muestral y comprobar asi que es un es-

timador sesgado de la varianza poblacional. Para ello vamos a realizar algunos célculos

previos sumando y restando la esperanza de la variable aleatoria poblacional.

12 _ 12 _ 1z _
P=->(X;i-X)?= EZ(XZ' — X+ p—p)= EZ [(Xi — ) — (X = w)]”.
i=1 i=1 i=1

Desarrollando el cuadrado:

1 n

§t= 2D [ = )+ (X = ) = 20X = i)(X = )] =
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n =1
1| _
= [Z(Xi —p)? = (X - M)2]
=1
Entonces:
E(5?) = *E | Y(Xi — ) —n(X ~ m?] = LS B[ - w?] ~E[(X - p)?) =
i=1 =1
= o —E[(X - p)?]

Pero por definicién y empleando resultados anteriores, se tiene que

E[(X — p)?] = ECM(X) = Var(X) + (Sesgo(X))? = n2

Luego,
-1
E(S?) = T2
() =""a

Por lo tanto concluimos que la varianza muestral es un estimador sesgado de la varianza

poblacional, como ya habfamos dicho.

Ahora vamos a definir un estimador insesgado de la varianza poblacional y después

probaremos que lo es.

Definiciéon 1.9. Dada una muestra aleatoria simple X1, Xo,..., X, de X, con E(X) = p

y Var(X) = 02. La cuasi-varianza muestral se define como :

1 _
Sc? = — D (Xi-X)?
=1

La cuasi-varianza muestral es un estimador insesgado de la varianza poblacional.

n

Como S? = T 52, podemos obtener de lo anterior que

E [52] :ELTISQ] - —E[5?] = <nﬁ1> <";1>02:a?

Por lo tanto la cuasi-varianza muestral es un estimador insesgado de la varianza.
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1.2. Estimacién con una muestra sesgada

El sesgo muestral, a veces también llamado efecto de seleccién o error muestral es una
distorsiéon de un anélisis estadistico que surge debido al método de recoleccién de muestras.

Es importante tenerlo en cuenta, pues sino algunas de las conclusiones podrian ser erréneas.

En esta seccién vamos a estimar la funcién de distribucién de variables sesgadas por
longitud, tanto en el caso discreto, como en el continuo. Ahora bien, que una variable esté
sesgada por longitud, quiere decir que en lugar de observarla a ella, observaremos otra
que toma los mismos valores que la primera, pero con probabilidades diferentes. Por lo
tanto, para hacer esta estimacién, tendremos que relacionar la funcién de distribucién de

la variable sesgada con la de otra variable no sesgada.

Veremos que un estimador de la media poblacional de la variable sesgada por longi-
tud, es la media armoénica, y aproximaremos su distribucién haciendo uso del Teorema
central del limite y del Método delta. Aplicando propiedades llegaremos a una relacién
entre las esperanzas de las variables, sesgada y no sesgada, que vamos a denotar por X e
Y respectivamente. Concretamente E(X) < E(Y), lo cual resulta intuitivo, pues en una
muestra sesgada por longitud los datos con mayor longitud tienen méas probabilidad de ser

seleccionados que el resto.

Finalmente, en el ltimo apartado nos centraremos en la estimacién de la funcién
de distribucién no ponderada a partir de una muestra sesgada por longitud. También
calcularemos su distribucién asintotica, haciendo uso nuevamente del Teorema central del

limite y del Método delta, pero en el caso multivariante.

1.2.1. Distribucién de la variable sesgada

Comencemos exponiendo un ejemplo sencillo para ver el significado de muestra sesgada
por longitud. Vamos a considerar una urna con bolas de diferentes tipos y sus frecuencias,
v veremos como varian dichas frecuencias, en el caso de suponer que la muestra estuviera

sesgada.

Supongamos que tenemos una urna con 100 bolas: 25 marcadas con un uno, 50 marcadas

con un dos, y otras 25 marcadas con un tres.

Valores‘ 1 2 3
Frecuencias ‘ 25 50 25
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Entonces, la probabilidad de observar una bola marcada con un uno es 1/4, con un dos
es 1/2 y con un tres es 1/4.

Supongamos ahora que la muestra anterior estéd sesgada por longitud. Esto querria decir
que mientras que las bolas marcadas con un 1 las observariamos una tnica vez cada una,
las bolas marcadas con un 2 las observariamos dos veces cada una, y las marcadas con un
3, tres veces cada una. Por lo tanto es como si en total tuvieramos 200 bolas, 25 marcadas

con un 1, 100 marcadas con un 2, y 75 marcadas con un 3.

Va,lores‘ 1 2 3
Frecuencias ‘ 25 100 75

Y las probabilidades con las que se observa cada tipo de bola pasarian a ser:

25
PY=1)=_—=1
( ) 200 /8
100
PY=2)=_—=1/2
75

Veamoslo ahora formalmente para el caso discreto. Consideremos una poblacién, mode-
lizada mateméticamente mediante una variable aleatoria discreta X que puede tomar n va-
lores: x1,x9, ..., xy, con probabilidades p1, ps, ..., pn respectivamente. El sesgo por longitud
de la variable X supone que realmente vamos a observar una variable Y, cuyas probabilida-
des de observacion se ven afectadas proporcionalmente por el valor de la variable original.
Es decir, estamos observando una variable aleatoria Y, que toma los mismos valores que
X, pero con probabilidades q1, qo, ..., qn, siendo ¢; = C'- x; - p;, para todo i = 1, ..., n, donde

C es una constante. Ademas podemos calcular C', pues:

l=qg+...+¢=C(z1-p1+ ... + Ty - Pn)

Luego,
1 1
C= = .
(xl-pl—i—...—i-acn-pn) E(X)

Por lo tanto,
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Extendiendo al caso continuo, sea X1, ..., X,, una muestra de variables aleatorias posi-
tivas, con funcién de densidad no ponderada f(x). La densidad ponderada o sesgada por
longitud de f(x) es

g(x) = ,x >0, (1.5)

donde  es la media de f(z). Més atn, en términos generales podriamos decir que G(y) =

[ Lar),

Como deciamos, la variable X no puede observarse, luego para estimar su media po-
blacional, podemos tratar de relacionarla con caracteristicas de la variable observable y

sesgada Y. Asi, se prueba facilmente que:

E(;) = <;1> cq1+ .+ <xln> -qn:C(pl—i—...—kpn):C:E(l).

También es sencillo calcular la media empleando la funcién de densidad:

ORI R

1
~ E(1)Y)
decir, la media de la variable de interés es la media armoénica tedrica de la variable sesgada

Luego tanto en el caso discreto, como en el continuo, se tiene que E(X)

por longitud.

Esta relacion de las medias de las variables sesgadas y no sesgadas, nos permite construir
un estimador de la media poblacional de X, a partir de una muestra de Y. Supongamos que
observamos una muestra de tamaiio n de la variable sesgada por longitud: Y1, Ys,...,Y,. Si
nuestro interés es estimar la media de la variable original E(X), es logico hacerlo usando
la media armoénica de la muestra de la variable Y:

n
1 1

//:L:
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Definicion 1.10. La media armdnica de una cantidad finita de nimeros se define como
el reciproco o inverso de la media aritmética de los reciprocos de dichos valores.

Asi, dados n nameros y1,y2, ---, Yn la media armoénica serd igual a:

11 1
Yi Y1 Yn

Una propiedad de la media armoénica es que siempre es menor o igual que la media

aritmética, ya que para cualquier Y > 0 :

1
E1/v) <)

Por lo tanto, podemos afirmar que también se cumple que:

n éyl‘i‘""i‘yn

1 1 n
—_— e —
Y1 Yn

La propiedad anterior se obtiene directamente aplicando la llamada “Desigualdad de

Jensen” para funciones convexas, la cual se puede escribir de la siguiente forma:
Desigualdad de Jensen

Sea ¢ una funcién convexa, entonces se cumple:

o (E{Y}) <E{p(Y)}.

1

1
Tomando como funcién convexa p(Y) = v e tiene que W

< E(Y), que es lo que queriamos probar.

<E(1/Y). Y despejan-

do, obtenemos E(1/Y)

Como habiamos visto que E(X) = W, y empleando la propiedad de la media

armoénica que acabamos de ver, llegamos a:
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Es decir, la media aritmética de la variable no sesgada X, siempre es menor o igual que
la media aritmética de la variable sesgada Y. Esto resulta facil de ver intuitivamente. En
una muestra sesgada por longitud los datos con mayor longitud tienen mas probabilidad
de ser seleccionados que el resto, luego la media de esta muestra ha de ser mayor que la de

otra no sesgada.

Si consideramos el ejemplo que vimos al principio de este apartado, se tiene que en la

variable no sesgada la media es 2, mientras que en la variable sesgada es 2,25.

Histogram of x Histogram of y

100

1.2.2. Estimaci6én de la media con una muestra sesgada: media armoénica

En el apartado anterior hemos construido un estimador de E(X). Ahora nos ocupare-
mos de calcular su distribucién limite empleando el Teorema central del limite y el Método
delta.

Consideremos un conjunto de variables aleatorias Y7, Ys...,Y,, mutuamente indepen-

dientes y con la misma distribucion que Y, con media E(1/Y") = Sea [i, el estimador

E(X)’
de p=E(X) =

calculado previamente.

1
E(1/Y)

Comencemos viendo que fi es un estimador sesgado de la media poblacional, y sin em-

1
bargo — es un estimador insesgado de la inversa de la media poblacional:

2(i) v) a2 () e ()]

>y

3\’—‘
“<\
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1 1
=E(=)=——.
(Y> E(X)

1
Luego — es un estimador insesgado de la inversa de la media poblacional. Sin embargo,

. n
E(p) =E
1 1
R
1 1
Pero como E [ — | # () se tiene que E(i1) # E(X). Por lo tanto i es un estimador
i fi

sesgado de p.

Para ver la convergencia de i, en primer lugar tenemos que aplicar la Ley de los grandes

nimeros para ver la de —. Posteriormente, empleamos el Teorema de la funcién continua

i
y obtenemos la primera. Por lo tanto vamos a comenzar enunciando la Ley de los grandes

nimeros para ver que estamos en las hipotesis del teorema.

Teorema 1.11. (Teorema de Kolmogorov) Sea { X, }nen una sucesion de variables alea-
torias definidas sobre el mismo espacio de probabilidad, mutuamente independientes y con

la misma distribucion que X, entonces
E(X)=p < oo <= X, =5 u.

Como la sucesioén de variables aleatorias que estamos considerando cumple las hip6tesis

del Teorema anterior, se tiene que
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Empleando ahora el teorema de la funcién continua, podemos concluir que la media

armonica también converge casi segura y en probabilidad a E(X), es decir:

Ahora vamos a aproximar la distribucion de i haciendo uso del Teorema central del

limite y del Método delta. Comencemos recordando estos resultados.

Teorema 1.12. (Teorema de Levy-Linderberg) Sea {X,} una sucesion de variables alea-
torias mutuamente independientes y con la misma distribucion que cierta variable X, de
la que suponemos que tiene media y varianza, que denotaremos yu = E(X) y 0% = Var(X).

Entonces se tiene que
X, —pu T X —nu
i L X T g
o//n o\/n
siendo X, =n~! Yo X

Teorema 1.13 (Método delta). Si {T,,} es una sucesion de variables aleatorias tales que
Vi (T, — 0) -5 N(0,02)
y g es una funcion diferenciable en 0, entonces

Vi (g(Ty) — 9(8)) ~= N(0, ¢'(6)%02).

FEn nuestro caso tenemos un conjunto de variables aleatorias, independientes e idén-

1 1 1
ticamente distribuidas con media E <Y> y varianza Var <Y> Entonces,

71, 727 ceey ?n
aplicando el Teorema central del limite:

1 1 1
n
nszl ]fi (]f

n

) 45 N(0,1)
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Por lo tanto,

1 1 d
vn <M - ,u> — N(0,Var(1/Y)). (1.6)

Si definimos p—1 = E(1/X), tenemos que:

()= [ w0 [0 B [ a(3) - 52

Asi, la varianza es:
Var 1 -F 1y E 1 QZE_ 1 QZMM—I—l
Y Y2 Y [t 1t pro
Y sustituyendo en (1.6):

11 -1
\/E<A—>1>N<O,MM12>.
poop p

Pero como lo que queremos ver es la distribucion de fi, tenemos que aplicar el método
delta considerando h(z) = 1/x:

AOE) ) () e
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/12 4 /122 2
h u) = = h m o= (pp—1—

Por lo tanto, sustituyendo en (1.7):

V(= ) =5 N(O, (pp—y — 1)p).

(pp—1 = 1)p?

Es decir, la distribucién limite de & es una normal con media p y varianza
n

Asi, si queremos calcular un intervalo de confianza asintotico de nivel 1 — « para la

media:

Y haciéndo célculos llegamos a:

p (ﬂ — ZajoV/ (pp—1 — D)p? < < fud 2000/ (-1 — 1)u2) =1l-a

Luego un intervalo de confianza asintético para la media, seria:

(/l — ZajoV/ (ppi—1 — D)p?, fi + 2o 2/ (-1 — 1)u2)

donde z,/9 es el valor de una distribucién normal estandar que deja a su derecha una

probabilidad de «/2 para un intervalo de confianza de (1 — ).

1.2.3. Estimacién de la funcién de distribucién a partir de una muestra

sesgada por longitud

En este apartado vamos a estimar la funcién de distribuciéon no ponderada (cdf) eva-
luando en z. Posteriormente aproximaremos su distribucion, empleando de nuevo el Teo-

rema central del limite y el Método delta.

Se puede ver facilmente que:
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1
E<Y> IjYSZ}—u/OZ;g(y)dy—M/OZ;y{iy)dy—/ozf(y)dy—F(Z)

E <}1/I{Y < z}>

“(v)

Es decir, F(z) = , lo cual se puede estimar mediante la media mues-

tral: . ) .
S __pl_ <
R n Zz:l Y; {)/l = Z}
F(z) = T I

_ no__
n Zz:l YZ

Para calcular la distribucion limite de F(z), vamos a hacer uso del Teorema central
del limite y del Método delta en el caso multidimensional. Comencemos recordando estos

resultados.

Teorema 1.14 (Teorema de Levy-Lindeberg multivariante). Sea {X,} una sucesion de
vectores aleatorios mutuamente independientes y con la misma distribucion que cierto vec-
tor X, del que suponemos que tiene vector de medias y matriz de covarianzas, que denota-

remos p=E(X) y ¥ = Cov(X, X). Entonces se tiene que

n

=D (=) N3

=1

Teorema 1.15 (Método delta multivariante). Si {T,} es una sucesion de vectores aleato-

rios de dimension k tales que
Vi (Tn = 0) =5 Ni(0,%)

y g: RF — R™ es una funcién diferenciable en 6, siendo Dy(0) la matriz jacobiana de g

en 0, entonces

Vi (9(Ty) — 9(8)) ~2 N(0, Dy(8) £ Dy (6)")
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Definamos F'(z) = W, donde

3
1Y, s1Yy; <
Ui(z) = /Y S? =
0 siY; >z

Vi =

x| -

Z?:l Ui(z)
Y Vi

1=

La distribucion asintética de F/(z) =

19

se encuentra al examinar la distribu-

cion conjunta de numerador y denominador. Fijado un i, vamos a calcular la esperanza, la

varianza y la covarianza de U; y V;.

4
En primer lugar, denotemos como p,(z) = / x" f(z) dz. Luego, en particular se tiene
0

que po(z) = F(z). Entonces:

E,{Ui(2)} = “(ff)

Covg{Us(2), Vi} = E(U; - Vi) — B(U;) - E(V;) = po1(2) po(z) _ po1

7

_ pi—1(2) — po(2)
_ >

Consideremos ahora el vector (A, By,), siendo:

1Z 11 1
An:* 7 = - *P*S
R LU = L Pl <)

n

1 n

i=1 =1

S|
<=

By =

(2
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Tenemos (U1(2), V1), ...(Upn(2), V), ... una sucesion de vectores aleatorios, mutuamente

z
independientes y con la misma distribucién, con vector de medias (MOE/)/N) , ¥ matriz de
1

> ppei(z) = po(2)
2

pi—1(2) — (po(2))
2

covarianzas > = I K
pp—1(2) — po(2) pp—1(z) — 1
G p?

Aplicando el Teorema central del limite para el caso multivariante, se tiene:

NG ((An,Bn> - <“°(Z)/“>> 5 N3 (0,%)
1/p

n

- - Ui(z

Pero como queriamos la distribucion asintotica de F'(z) = Zi_nllé), tenemos que
i=1 Vi

aplicar el Método delta para el caso multivariante. Consideremos la funcién diferenciable

g:(0,400) x (0, 4+00) — R.

(a,b) — a/b

Considerando dicho teorema, se tiene que:

ﬁ<g( i Bn)_g<uo(2)/u>> v (op, <uo(2)/u> oD, (m(z)/u)t s

1/p 1/p 1/p

donde Dy(#) es la matriz jacobiana de g en (

uo(Z)/u> |

1/p

Hacemos los calculos necesarios:

A, B An
g( ns n)—Fn

g (MO(Z)/M> = po(2)
1/p

—a

1
_Dg((l, b) = E bT
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5 <uo(Z)/u> . <uo(2)/u>t:
\ n \ n

pi—1(z) — (po(2))

,uu_l(Z) - ,UO(Z)
B 3 2 2 _
= (u —MO(Z)M> W_l(zﬁ)t— 110(2) uu—ll(LZ) —1 (—ua(@ﬂ) -

I 0

2

B <uf1(2)(1 —#o(2))  pa(2)(1 = “O(z))> (-ut?(Z)u) )

= ppi1(2) = 2pp1(2)po(2) + (1o(2))? pp—1 ().

Y sustituimos en (1.8). Asi llegamos a:

i (g . Mo(z)> s Ny (0, s11(2) = 2 (Do) + (10(2)) i (2))

Luego siempre que todos los términos sean finitos, el numerador y el denominador
de F(z) tienen asintoticamente una distribucién normal bivariada. Por lo tanto F(z) es

asintoticamente normalmente distribuido con media
o(2) = F(2) (1.9)

y varianza
1 (z) — Qu,u—l(z)ZO(Z) + pup (p0(2))* (1.10)
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Capitulo 2

Estudio de simulaciéon sobre la media

armonica

El presente estudio de simulacién tiene por objetivo realizar un andlisis de las propie-
dades de la media armonica. En él consideramos distribuciones continuas y discretas, para
cada una de las cuales se simulan mil muestras sesgadas. Se calcula la media armoénica de
cada muestra sesgada, y luego se hace una comparacién de diferentes propiedades de ésta,

como son el sesgo, la varianza, el ECM y la varianza asintética.

2.1. Modelos considerados en la simulacién y sus versiones

sesgadas

En nuestro estudio vamos a emplear los modelos recogidos en el Cuadro y sus
formas modificadas bajo sesgo por longitud. Es sencillo ver como se obtienen algunas de

estas formas sesgadas,si empleamos la densidad ponderada de la que hemos hablado en el

yf(y)

capitulo anterior: g(y) = ——, donde f es la densidad no sesgada y u su media.
W

Para simular tenemos dos opciones:

- En una muestra establecer un sesgo de muestreo. Es decir, un sesgo en la que se
recoge una muestra de tal manera que algunos miembros de la poblacién destinada tienen
menos probabilidades de ser incluidos que otros. El resultado es una muestra sesgada, una
muestra no aleatoria de una poblacién en la que todas las personas o instancias, no tienen

las mismas probabilidades de ser seleccionados.

- Emplear distribuciones sesgadas por longitud. Las més basicas se encuentran en el

23
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Cuadro 2.T] Este es el método que emplearemos en nuestro estudio.

‘ Variable aleatoria (V.a.) ‘ Funcion de densidad 6 probabilidad ‘ V.a. sesgada por longitud ‘
Uniforme(0,1) 1 2x
1
Gamma, G(p,a ——aPgP e Gp+1,a
(p.0) X0 b+ 1,0)
1
Beta, B(p, q — P71 — )L B(p+1,q
®9 B, q) S ( )
Binomial, B(n,p) <n> pP(l—p)n 7 1+ B(n—1,p)
x
z—1
Binomial negativa, BN (k,p) (: 1) " (1 —p)=F 1+ BN(k+1,p)
e\
Poisson, Po(\) n 14 Po())
x
Hipergeométrica, H(n, M, N) (n) M@(N — M)—2) N ™) 1+Hn—-1,M -1,N —1)
x
. Lo J ,
Equlprobable E., Vj S {1, aesy k‘} m, V] [S {1. 7k'}
2

Cuadro 2.1: Algunas distribuciones bésicas y sus formas sesgadas por longitud.

En primer lugar consideremos las distribuciones continuas Gamma y Beta y las distri-

buciones discretas Equiprobable y Poisson. Veamos c6mo se obtienen sus formas sesgadas.

Gamma

Este modelo depende de dos parametros positivos: @ y p. Su funcién de densidad es de

la forma

aPrP~le™ 2 >0,

fle) = L'(p)

y Su esperanza es p/a.
LaI'(p) es la denominada funcion Gamma de Euler que representa la siguiente integral:
L(p) = [,  «P~! e dx. Ademss es facil comprobar que verifica que I'(p) = (p—1) D(p—1).

En efecto, si hacemos integracién por partes considerando
u=zP! du= (p—1)zP?2

dv = —e"dzx v=—¢e"
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llegamos a

I(p) = /O T lerdy = (p— 1) / Temrt = (o 1)T(p - 1),

Repitiendo el proceso sucesivamente, se llega a que I'(p) = (p — 1)(p — 2)...I'(1), para
p entero positivo. Por otra parte, por integracion directa vemos que I'(1) = 1. Entonces,

deducimos que I'(p) = (p — 1)! para p entero positivo.

Comprobemos que su forma sesgada por longitud coincide con la escrita en el Cuadro
Sea f(x) la funcion de densidad de una Gamma(p, a). Empleando la distribucién no

ponderada calculada previamente se tiene:

af(x) waPaPle ™

9(@) = w  Tlwu  Tp T+

ap+1 P e—ax ®) aerl TP 0%

—

En la igualdad (a) se sustituye u = p/a y en la igualdad (b) se aplica que I'(p + 1) =
pL(p).

Luego, como queriamos probar, g(z) es la funcién de densidad de una Gamma(p+1,a).

Beta

Su funcién de densidad para valores 0 < x < 1 esté representada por la expresion

_ 1 P11 — p)e?
f(@—B(p’q) (1—a)",

donde B(p, q) es la funcién beta, definida por

I'(p) I'(q)

B(p,q) = /0 aP ! (1- fﬂ)q_l dy = m

Veamos cudl es la forma sesgada por longitud de esta distribucion:
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(b) P (1 - x)q_l (b) xP (1 - x)q_l
o Blp+1,q)

Donde en la ignaldad (a) tnicamente sustituimos p =

——, y en la igualdad (b) aplicamos
la relacion entre las funciones I' y (3, asi como la propiedad I'(p 4+ 1) = pT'(p) :

Blp+1.q) = Fp+1I(q)  pl'(p)I'(q) I'(p)I'(q)

— B(p, ) ——
P(p+q+1) (p+fJ)F(p+Q) PP, 4 ) p+1

Por lo tanto g(x) es la funciéon de densidad de una Beta(p + 1,¢), como queriamos
demostrar.

Equiprobable

La equiprobable es una distribucién que asigna probabilidades iguales a un conjunto

finito de puntos del espacio. Es decir, si la variable X puede tomar los valores 1,2,...,k
con igual probabilidad, entonces,

1
= Vie{l, .. k}

Por lo tanto podemos ver cuél es su forma sesgada por longitud

1
j)(a) ]E J

jP(X
o

k+1  k(k+1)

2 2
Donde en la igualdad (a) estamos usando que

k
E(X) = Z
7j=1

Zk: 1k:k+1) k+1
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Debemos destacar un problema que surge en las distribuciones discretas que presentan
probabilidad no nula en cero. Esto ocurre en distribuciones tan conocidas como la Binomial
o la Poisson.

El hecho de tomar el valor cero con probabilidad no nula hace que en la distribucién
sesgada ese valor tenga probabilidad cero, que a efectos practicos implica que se va a ob-

servar con probabilidad cero.

Consideremos una variable X que toma tres valores posibles, 0, 1 y 2, todos con la
misma probabilidad p = 1/3. Por ejemplo, supongamos que tenemos 90 bolas, 30 marcadas

con un 0, otras 30 marcadas con un 1, y las 30 restantes marcadas con un 2.

Valores de X ‘ 0 1 2
Probabilidad | 1/3 1/3 1/3

La funcién de densidad de esta variable seré:

Es decir, pasariamos a tener:

Valores de Y ‘ 0 1 2
Probabilidad | 0 1/3 2/3

Si hacemos la representaciéon gréafica, al pasar a la forma sesgada observamos la misma
cantidad de bolas marcadas con un 1, y el doble de bolas marcadas con un 2; sin embargo

va no observariamos ninguna bola marcada con un 0.

Histogram of x Histogram of y
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Obviamente se tiene que la E(X) = 1, pero sin embargo vamos a ver que E(X) #

BV Para ello consideremos la siguiente tabla:

Valores de 1/Y | 1 1/2
Probabilidad | 1/3  2/3

y calculemos la media armoénica de la muestra de la variable Y:

—_

1 2

373

N =

BE(1/Y)=1--+

o

Por lo tanto, E(X) #

BE(1)YY

con ponderaciones. Sin embargo, vamos a considerar la variable X resultante de suprimirle

es decir, la pérdida del cero es imposible reconstruirla

a X el valor zop = 0. Si calculamos su esperanza vemos que obtenemos que E(X?!) =
1

7E(1/Y)’ pues
1 ! 2 !
E(XY = =
9 2
3
Es decir, en los casos en los que el valor cero tome probabilidad no nula, se tiene que
1
E(X — = F(X").

Ahora vamos a calcular E(X!) para una variable X en general. Supongamos que tene-
mos una variable X que toma k + 1 valores posibles, zo = 0, x1, ..., %, con probabilidades
D0, P1, ---, Pk- Como vimos en el capitulo anterior, el sesgo por longitud de una variable X
supone que realmente vamos a observar una variable Y, cuyas probabilidades se ven afecta-
das proporcionalmente por el valor de la variable original. Es decir, observamos una variable
aleatoria Y que toma los mismos valores que X, pero con probabilidades qo, g1, --., g%, don-

de q; = C(L‘lpl

Sea X! la variable aleatoria resultante de suprimirle a X el valor g = 0. Es sencillo

calcular la esperanza de X

k k
E(Xt) _ Zz‘:1 Zip; _ Z¢:1 xipi.

Zf:1 Pi 1 —po
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Es decir,

Ademas,

1= ZQZ = szzpz = C(l _pO)E(Xt)7

i=1

por lo tanto se tiene que,

T E(X)(1 - po)

Y sustituyendo,

Tipi

i =Cxipi = ———
4 P = po)E(X)

Llegados a este punto ya estamos en las condiciones de poder obtener la forma sesgada

por longitud de una Poisson(\).

Poisson

Sea una variable aleatoria X que sigue la distribucién de Poisson. Entonces,

P(X =k =e*—, kec{0,1,2,..}.

Vamos a obtener la forma sesgada de la distribucioén,

)\k
EP(X = k kP(X = k ke .
POY = k) = ( ) _ ( ) ! (@

ko A
o (1-P(X=0)E(X") (1-P(Xo)EX?) A" K
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1 )\k:—l

Y
= - — ke{l,2,...}.
T € (kj—l)" E{ ) ) }

Donde en la igualdad (a) estamos utilizando que

(1-P(X =0)E(X") = ikP(X = k) = ikf(X =k)—0-P(X=0)=E(X)=A\
k=1 k=0

Por lo tanto concluimos que la forma sesgada de una Poisson(\) es 1+Poisson(\), tal
y como habiamos visto en el Cuadro [2.1].

2.2. Procedimiento general de simulacién

El Cuadro [2.I] tiene importancia en nuestro estudio para generar distribuciones ponde-
radas, pues algunas de las distribuciones que aparecen en él son las que vamos a emplear

en la simulacion.

Para cada una de esas distribuciones hemos simulado mil muestras sesgadas. Y como de
cada muestra se obtiene una media arménica, hemos creado un vector con las mil medias
armonicas.

Y171 Yln — /le

)

Y1000,1 - Y1000,n — 41000

Una vez obtenido, nuestro interés se centrara en la aproximacién de caracteristicas de
ella, como el sesgo, la varianza, el ECM ¢ la varianza agsintética. Para cada distribucion,
haremos unas tablas que nos permitan hacer una comparaciéon de las aproximaciones de
las caracteristicas de la media armoénica, y de la varianza de la media aritmética simple de

la variable no sesgada X, variando el tamario muestral, al que llamaremos n.

Aproximamos la esperanza de la media armoénica mediante la media aritmética de todas

las arménicas obtenidas de cada una de las muestras. Es decir, la esperanza de la media
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armonica seré,
1000

10002’“

Sabemos que el sesgo de un estimador 0 para un parametro poblacional 8 se define como
Sesgo(é) = E(0) — 6. Por lo tanto, para dar una aproximacion del sesgo, simplemente
le tenemos que restar a la esperanza de la media armoénica calculada anteriormente el

verdadero valor de la media de la distribuciéon. Es decir,

Por otra parte aproximaremos la varianza de la media armoénica por
R 1 1000
Var(f) = ——— i — [1)?
) = g =1 20 —

siendo

Si calculamos el error tipico aproximado por simulacién, y hacemos la raiz cuadrada de la
media armoénica, obtenemos una aproximaciéon de la varianza de la media armoénica. Esta

serd parecida a la varianza asintotica, que habiamos visto en el capitulo anterior que era

(pp—1 — Dp?
e

También hemos visto que el error cuadratico medio de un estimador @, se define como
ECM () = E(0—0)2, y cumple que ECM (6) = Var(0)+ (Sesgo(d))2. Luego en este caso,

una aproximacion del ECM seria

ECM(ji) = Var(p) + (Sesgo(j1))”.
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Por dltimo, como hemos dicho, en las tablas también va a aparecer la varianza de la
media aritmética simple de la variable no sesgada X, que no es ninguna caracteristica de
la media arménica. El motivo de anadir esta columna es hacer una comparaciéon de las
muestras anteriores con otras no sesgadas.

Notese que la varianza de la media aritmética simple no deberia diferir en gran cantidad
de la varianza de la media arménica. Luego tampoco lo deberia hacer de la varianza
asintética, ni del ECM.

2.3. Distribuciones continuas

Vamos a comenzar simulando muestras sesgadas por longitud de distribuciones con-
tinuas. Concretamente una Uniforme, una Gamma y una Beta. Para cada una de ellas
consideraremos varios casos, y haremos comparaciones mediante representaciones gréaficas

y tablas.

En cada tabla vamos a aproximar las propiedades de la media armoénica explicadas en
la seccién anterior, asi como su varianza asintética y la varianza de la media aritmética
simple. Una vez que hallemos estas aproximaciones, haremos una comparacién de cémo
varfan los resultados obtenidos dependiendo del tamano muestral. También compararemos

las diferentes tablas de las distribuciones.

Por otra parte, como se ha explicado en el capitulo anterior, en una muestra sesgada
por longitud los datos con mayor longitud tienen mayor probabilidad de ser seleccionados.
Y claramente el sesgo por longitud afecta mas cuando hay valores de = préximos al cero
con probabilidades altas. Este es el motivo por el que algunas funciones de densidad, se
deforman més que otras al pasar a su forma sesgada, tal y como vamos a ver en esta

seccidn.

Uniforme(a,b)

La distribucion Uniforme es el modelo (absolutamente) continuo més simple. Corres-
ponde al caso de una variable aleatoria que sélo puede tomar valores comprendidos entre

dos extremos a y b, de manera que todos los intervalos de una misma longitud (dentro de
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(a,b)) tienen la misma probabilidad.

En nuestro caso trabajaremos con una Uniforme(0,1) y con una Uniforme(9,10).
La primera es un caso particular de la distribucién beta, que se corresponde con una beta
de pardmetros a = 1 y b = 1. Luego su forma sesgada por longitud la podemos dedu-
cir del Cuadro Sin embargo, en dicha tabla no tenemos una forma sesgada para la
Uniforme(a,b), con a # 0y b # 1. Por lo tanto para hacer simulaciones con esta distribu-
cién, tendremos que hallar la funcién de distribucion sesgada G(y), y calcular Y = G~1(U),

siendo U una variable con distribucion Uniforme(a,b).

Como conocemos la funcién de densidad no ponderada de una Uniforme, a partir de

ella podemos calcular la ponderada o sesgada,

_yf) y _ %

b T2 g2
Hy a—+ a b* —a

9(y)

Por lo tanto, la funcién de distribuciéon es

Yo 2u 1 gy Y2 —a?
G(y)—/a R a— [w*], = g2 Y € ot

Sea ahora U € Uniforme(a,b), pongamos Y = G~1(U), entonces:

2

y?—a

m:u$y2=a2+u(b2—a2):>Y:\/a2+U(b2—a2)

Para calcular la varianza asintética, vamos a obtener u_; para las dos Uniformes que

hemos considerado.

En el caso de Uniforme(0,1):

1 1 111
,u1:E<X>:/O xf(x)dx:/o El_oda::[ln(x)](l)=+oo,
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y en el caso de la Uniforme(9,10):

= i = 101 X €r = 101 1 €r = nfElO_TL —n
pa=8(y)= [ @ [ dz = [In(2)]L° = In(10) ~ in(0).

En el Cuadro se presentan para una distribucion Uniforme(0,1) los valores de sesgo,
varianza, ECM y varianza asintotica de la media armoénica como estimador de la media
de X. Se afiade una columna con o2/n, que es la varianza de X, que serfa el estimador
natural de la media con datos no sesgados. Asi podremos considerar a la media armoénica
como el estimador éptimo de la media en condiciones ideales. Se muestran los resultados
para tamanos muestrales crecientes n = 20, 50, 100, 500. En el Cuadro se presentan los

resultados para la Uniforme(9,10).

n | Sesgo | Varianza | ECM | Varianza asintotica o?/n
20 | 2,24 1,11 1,16 Inf 0,03
50 | 1,19 0,53 0,53 Inf 0,013
100 | 0,85 0,36 0,37 Inf 0,000694
500 | 0,40 0,09 0,09 Inf 0,0000139

Cuadro 2.2: Valores de sesgo, varianza, ECM y varianza asintotica de la media armonica

en funciéon del tamano muestral, n, para una Uniforme(0,1). (Los resultados vienen en

centésimas ). Se anade el valor 02 /n, también en centésimas.

n | Sesgo | Varianza | ECM | Varianza asintética | o2/n
20 | 1,742 3,932 | 3,935 4,173 4,16
50 | 0,120 1,72 1,72 1,66 1,66
100 | —0,85 0,83 0,83 0,83 0,83
500 | —0,12 0,17 0,17 0,16 0,16

Cuadro 2.3: Valores de sesgo, varianza, KECM y varianza asintotica de la media armonica
en funcion del tamano muestral, n, para una Uniforme(9,10). (Los resultados vienen en

milésimas). Se afiade el valor 0 /n, también en milésimas.
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En el Cuadro vemos que tanto el sesgo como la Varianza y el ECM convergen a
cero cuando el tamano muestral tiende a infinito. Esto muestra que la media armoénica es
un estimador consistente en media cuadréatica. También presentamos la varianza asintética
que hemos obtenido en el capitulo anterior, y vemos que su valor es +00. Esto se debe a
que p—1 = +o0o. Aunque en los demds casos que consideraremos la varianza asintotica se

parecerd mucho a la aproximacion de la varianza.

Si hacemos una comparaciéon de los Cuadros y vemos que la media armoénica
para la Uniforme(0,1) tiene mayor sesgo que para la Uniforme(9,10). El hecho de que
la Uniforme(9,10) esté poco sesgada, se ve reflejado en que la Var(X) y la varianza asin-
totica son muy parecidas. Por otra parte, que la varianza asintotica de la Uniforme(0,1)

sea infinito es consecuencia de que p_; = 00, como vimos anteriormente.

Un sesgo pequeno implica que la varianza y el ECM de la media armoénica son muy
parecidos. Vemos que en la Uniforme(9,10) el sesgo aproximado es mas pequenio que en la
Uniforme(0,1), y en consecuencia la varianza y el ECM son mucho méas parecidos que en

el primer caso.

En la Figura se muestra una representaciéon de la funcién de densidad de las dos
Uniformes de las que hemos hablado y sus formas sesgadas por longitud. Ademas también
anadimos la Uniforme(100,101). Las funciones de densidad no sesgadas est4n represen-
tadas en rojo, y las sesgadas en verde. Por lo tanto, en la primera columna de la figura
podemos ver una Uniforme(0,1), una Uniforme(9,10) y una Uniforme(100,101), y en

la segunda sus respectivas formas sesgadas.

La funcion de densidad de la Uniforme(0,1) se deforma mucho mas al pasar a su
forma sesgada que la de la Uniforme(9,10). Y a su vez, las dos anteriores se deforman
mas que la funcion de densidad de la Uni forme(100,101), en la que a penas vemos cambio

al pasar de una forma a otra.

Como las funciones de densidad de las Uniformes son rectas, podemos ver de forma
numérica lo que se deforman al pasar de la forma no sesgada a la sesgada. Simplemente

tenemos que hallar y comparar las pendientes de dichas rectas.
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Uniforme(0,1) Uniforme(0,1) sesgada

Probabilidad

Probabiidad
00 05 10 15 20

00 05 10 15 20

¥

Uniforme(9,10) Uniforme(9,10) sesgada

Probabiidad
Probabiidad
10

00 05 10 1§

0o

x y

Uniforme(100,101) Uniforme(100,101) sesgada

Probabiidad
Probabilidad

00 05 10 15

T T T T
100 101 100 101

Figura 2.1: Uniforme no sesgada y sesgada

Es conocido que cualquier funcién de densidad de una Uniforme no sesgada es una
recta horizontal con pendiente cero. Por otra parte, es sencillo ver que la pendiente de
la recta asociada a la forma sesgada de la Uniforme(0,1) es 2, mientras que las de la
Uniforme(9,10) y Uniforme(100,101) son 0,1053 y 0,0099 respectivamente. Por lo tan-
to, la funciéon de densidad de la Uniforme(0,1) es la que mas se deforma al pasar a
su forma sesgada, seguida de la Uniforme(9,10), y por altimo la Uniforme(100,101).
Esto es debido a que en la funcién de densidad de la Uniforme(0,1) hay valores de x
proximos al cero que toman probabilidades altas, mientras que en las Uniforme(9,10)
y Uniforme(100,101) las = que toman probabilidades altas estan muy alejadas del cero.
Estamos hablando de sesgo por longitud, luego a medida que consideramos valores de =

préximos al cero que toman probabilidades altas, afecta en mayor medida.

Es mas, vimos que la funcion de densidad sesgada de una Uniforme(a,b), es

9(y) = bziyw luego si a y b toman valores muy grandes, la funciéon de densidad sesgada
—a

es muy parecida a la no sesgada, pues:

2a 2a (@ 1

90 = e T arh—a) " h—a
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Donde en (a) estamos usando que como a y b toman valores muy grandes, 2a y 2b se
parecen mucho a (a + b).
Asi, a medida que = toma valores mas grandes, la forma sesgada por longitud difiere

menos de la no ponderada o no segada.

Gamma(p,a)

En una distribucién Gamma, segtn los valores que tome el pardmetro de forma, p, la
funcién de densidad presenta perfiles muy diversos. Con valores de p menores o iguales que
1, la funcién de densidad muestra un perfil decreciente; en cambio, si p es mayor que la
unidad, la funcién de densidad crece hasta el valor x = L y decrece a partir de este
valor. Vamos a considerar dos casos, uno con p=2 y a=1y gtro con p=8 y a=1. Como se
manifiesta en el Cuadro [2.1] la forma sesgada por longitud de una Gamma(2,1) es una

Gamma(3,1), y la de una Gamma(8,1), es una Gamma(9,1).

f(x:p.a)

flxip.a)

0.05

Figura 2.2: Distribuciones Gamma no sesgadas y sesgadas
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En la Figura[2.2] podemos ver una Gamma(2,1) y una Gamma(8, 1) con sus respectivas
formas sesgadas por longitud.

Tal y como ocurria con las Uniformes, la Gamma(2,1) se deforma mas al pasar a su
forma sesgada que la Gamma(8,1). Esto es debido a que en el primer caso hay valores de

x proximos al cero que toman probabilidades altas.

A continuacion vamos a ver quién es p_; = E(1/X), necesaria para el céalculo de la

varianza asintoética.

1 oo1 w11 1
M1 :E<X> :/ / ap Pl ™ (b) gy =
0

— /OO (Cm);"—Q a2 e~ gy 2 - /°° &= 1) (aﬂ?)p_Q < de @ .
o TI(p) p—1J L'(p) p—1

En la igualdad (a) sustituimos la funcién de densidad de una Gamma(p,a), que es

f(x) = mapa:p_le_ax . En (b) simplemente hacemos operaciones. En (¢) multiplicamos
p

y dividimos por (p — 1) para obtener dentro una I'(p). Y finalmente en la igualdad (d)

simplificamos las dos I'(p) empleando lo siguiente:

F(p):/ Pt d,
0

luego si llamamos

Integrando por partes, se obtiene lo siguiente:

T(p) = [—e 2?1 + / e (p—1)a"2dz = (p - 1)/ e da.
0 0

En los Cuadros y se presentan las aproximaciones de las caracteristicas de la
media armoénica y la varianza de la media aritmética simple en el caso de considerar una

Gamma(2,1) y una Gamma(8,1).
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n | Sesgo | Varianza | ECM | Varianza asintética | o2/n
20 | 0.0996 | 0.1451 | 0.1550 0.2 0.1
50 | 0.0332 | 0.0715 | 0.0726 0.08 0.04
100 | 0.0154 | 0.0375 | 0.0377 0.04 0.02
500 | 0.0006 | 0.0076 | 0.0076 0.008 0.004

Cuadro 2.4: Valores de sesgo, varianza, ECM y varianza asint6tica de la media armonica

en funcién del tamafio muestral, n, para una Gamma(2,1). Se afiade el valor o2 /n.

n Sesgo | Varianza | ECM | Varianza asintotica | o2/n
20 | 0.0606 0.482 0.4864 0.4571 0.4
50 | 0.0157 | 0.1845 | 0.1847 0.1828 0.16
100 | -0.0014 | 0.0932 | 0.0932 0.0914 0.08
500 | -0.0085 | 0.0188 | 0.0188 0.0183 0.016

Cuadro 2.5: Valores de sesgo, varianza, ECM y varianza asint6tica de la media armonica

en funcién del tamafo muestral, n, para una Gamma(8,1). Se afiade el valor o2 /n.

La aproximacién de la varianza de la media arménica a medida que aumenta el tamano
muestral se parece méas al ECM en ambos casos. Esto es debido a que el sesgo tiende a

cero. Asi mismo la varianza asintotica también toma un valor similar a ambos.

Si nos fijamos en la columna del sesgo de las dos tablas, vemos que la Gamma(2, 1) esta
més sesgada que la Gamma(8, 1). En consecuencia, la varianza asintotica de la Gamma(8, 1)
se parece mas a Var(X) = o2/n, que en el primer caso. Es decir, en una Gamma(p,a)
un incremento del valor de p produce una disminucion del sesgo aproximado de la media
armoénica. Y en consecuencia la varianza asintotica de la Gamma(p,a) se parece més a

Var(X) = o%/n que en el caso de otra Gamma(p, a) que tuviera un valor de p inferior.

Beta(p,q)

La distribucién beta es adecuada para variables aleatorias continuas que toman valores
en el intervalo (0, 1), lo que la hace muy apropiada para modelar proporciones. En nuestro

caso vamos a considerar una Beta(2,1) y una Beta(9,1).
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Comencemos viendo ¢cémo obtener 11, necesaria para el calculo de la varianza asinto-

tica.
1y [T>*1 @ 1 R N0
¢ <X> - /oo 1) = 56,0 /oo g o (matde =
1 Lo~ 1))
__1 o110 _ y1_BP=19@© Tlp-1+q @pt+q-1
ﬁ(p,Q)/o ) 4= B(p.q) I'(p) T'(q) p-1"
I'(p+q)

En la igualdad (a) sustituimos la funcion de densidad de una Beta(p, q), que es,

_ 1 2P~ (1 = )t

En (b) agrupamos términos para conseguir una funcion 3(p — 1, q), sabiendo que

1
B(p.q) = /O (1 - 2)t Ny,

En (c¢) empleamos la igualdad demostrada anteriormente:

Bip.q) = I'(p) '(q)
’ I'(p+q)
- I'(p)
Y finalmente en (d) simplificamos empleando que I'(p — 1) = T

Consideremos los Cuadros y Nuevamente vemos que en ambos casos el sesgo
aproximado se va a cero a medida que aumenta el tamano muestral, y que la varianza de

la media armoénica y el ECM se parecen cada vez més.

Como en el caso de la Gamma, volvemos a tener que la Beta(2,1) estd méas sesgada
que la Beta(9,1). Luego la varianza asintotica de la segunda se parece mas a Var(X) que

en el primer caso.
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n | Sesgo | Varianza | ECM | Varianza asintotica o?/n
20 | 0.78 0.52 0.53 0.74 0.015
50 | 0.13 0.25 0.25 0.29 0.00617
100 | 0.19 0.13 0.13 0.14 0.00308
500 | 0.07 0.027 | 0.027 0.029 0.000617

41

Cuadro 2.6: Valores de sesgo, varianza, ECM y varianza asintética de la media arménica en

funcion del tamano muestral, n, para una Beta(2,1). (Los resultados vienen en centésimas).

Se afiade el valor 02 /n, también en centésimas.

n Sesgo | Varianza | ECM | Varianza asintotica o?/n
20 | -0.74 0.48 0.48 0.5 0.00334
50 -0.7 2 2 0.2 0.00133
100 | -04 0.1 0.1 0.1 0.000669
500 | -0.0396 | 0.0209 | 0.209 0.02025 0.000133

Cuadro 2.7: Valores de sesgo, varianza, ECM y varianza asintética de la media arménica en

funcion del tamanio muestral, n, para una Beta(9,1). (Los resultados vienen en milésimas).

Se afiade el valor 02 /n, también en milésimas.

En la Figura [2.3] se hace una representacién de las funciones de densidad correspon-

dientes a ambas distribuciones. En la primera fila vemos una Beta(2,1) y su forma sesgada

por longitud, y en la segunda una Beta(9,1) y su forma sesgada por longitud.

La Beta(2, 1) se deforma més al pasar a su forma sesgada por longitud que la Beta(9,1).

Esto se debe a que en la Beta(9,1) los valores de z tienen probabilidad 0 hasta que z es

mayor que 0,6; mientras que en el otro caso x siempre toma probabilidades positivas, in-

cluso en valores préximos a cero.
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Beta(2,1) Beta(3,1)

\\

f(x:p.q)
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Figura 2.3: Distribuciones Beta no sesgadas y sesgadas

2.4. Distribuciones discretas

En esta seccién vamos a simular muestras sesgadas por longitud de una Poisson. Como
hicimos en el caso de las distribuciones continuas, aproximaremos propiedades de la media
armonica, y haremos una comparacion de cémo varian los resultados obtenidos en funcién

del tamafio muestral.

Veremos que la media armoénica también es consistente en distribuciones discretas,
excepto si el cero tiene probabilidad positiva (no nula). Esto es debido a que en estos casos
el cero dejarfa de ser observable y resultaria irrecuperable. En el caso de que se observe con
mayor o menor probabilidad, la media armoénica seguirfa siendo el mejor estimador para el

verdadero valor de la media.

Por lo tanto si el cero tiene probabilidad positiva, el sesgo aproximado no tenderé a
cero a medida que aumenta el tamano muestral. Como consecuencia, la varianza y el ECM
difieren més en este caso que en el caso de trabajar con distribuciones continuas, en las

que el valor aproximado del sesgo siempre se iba a cero a medida que aumentaba n.
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Poisson(\)

Esta distribucién es una de las mas importantes de variable discreta. El parametro de la
distribucién, A, representa el niimero promedio de eventos esperados por unidad de tiempo
o de espacio, por lo que se suele hablar de A como “la tasa de ocurrencia” del fenémeno que
se observa. En este caso vamos a considerar una Poisson(A = 2), luego su forma sesgada
serd 1 + Poisson(2), tal y como vimos en el Cuadro

Poisson(2) 1+Poisson(2)

15
15

1.0

Probabilidad
Probabilidad

05
1
05

00

0
- o

@
@ - ¢
=]
(=]
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-
(=2}
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5]

Figura 2.4: Distribucién Poisson no sesgada y sesgada

En la Figura tenemos una representacién de la funcién de probabilidad de la
Poisson(2) y su forma sesgada. Como vemos en la Poisson(2), el cero tiene probabilidad
positiva no nula, luego al pasar a su forma sesgada por longitud deja de ser observable.
Por lo tanto la media armonica no es consistente, tal y como se refleja en el Cuadro (el
sesgo no se va a cero a medida que aumenta n). Y en consecuencia la media armonica no

converge al verdadero valor de la media.

FEn estos casos, en lugar de considerar la variable X que toma k + 1 valores, x¢p =
0,z1, ..., xx, con probabilidades pg, p1, ..., Pk, consideraremos una variable aleatoria a la que

llamaremos X?, obtenida al suprimirle a X el valor g = 0. Es decir, X! toma k valores
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posibles 1, ...,z con las probabilidades resultantes de eliminar la asociada a zo = 0, es

decir, suprimir pg, y repartirla al resto de probabilidades pi, ..., pr de forma proporcional.

Es facil E(X 2 E(X! 0 2

ACI I = 1 t = _= =
s facil ver que F(X) , mientras que F(X") = P(X=0) 01353
2,3130. De ahi que la aproximacién del sesgo de la media arménica considerando como

tamano muestral n = 500 sea 0,3130.

n | Sesgo | Varianza | ECM | Varianza asintética | o2/n
20 | 35.58 9.05 21.72 111.5 10
50 | 32.61 3.81 144 44.63 4
100 | 31.45 1.82 11.76 22.31
500 | 31.30 0.36 10.16 4.46 0.4

Cuadro 2.8: Valores de sesgo, varianza, ECM y varianza asintética de la media arménica en
funcion del tamano muestral, n, para una Poisson(2). (Los resultados vienen en centésimas).

Se afade el valor 02 /n, también en centésimas.

Como vemos, la varianza asint6tica no se parece mucho a la varianza de la media arit-
mética simple. Esto es debido a que el sesgo no tiende a cero. También lo vemos reflejado
en los valores aproximados de la varianza de la media arménica y del ECM que defieren

mas que cuando hablabamos de distribuciones continuas.



Capitulo 3

Regresion con datos sesgados por

longitud

Como hemos visto en la asignatura de Modelos de Regresion y Andlisis Multivariante,
para representar la dependencia de una variable Y (variable dependiente, variable respues-
ta) con respecto a otra variable X (variable independiente, variable explicativa) se utilizan
los modelos de regresion. La relacion de causalidad entre estas variables es unidireccional,
las variables explicativas pueden influir en la respuesta, pero no a la inversa. Nétese que a
partir de ahora habra un cambio de notacién, pues las variables X e Y van a representar
respectivamente a la variable explicativa y respuesta de un modelo de regresion, en lugar

de ser Y la versién sesgada por longitud de X como haciamos en los capftulos anteriores.

La regresion se suele formalizar como la media condicionada de la variable respuesta

en funcién del valor que tome la variable explicativa. Es decir,
m(x) =E(Y/X =x) para cada x.

Luego podemos descomponer la variable respuesta en funcién del resultado de X, mas un
error de media cero, es decir Y = m(X) +¢. Para construir un modelo de regresion especi-
fico en cada caso, tenemos que tener en cuenta si hay una o varias variables explicativas, o
variables respuesta, si éstas son discretas o continuas, la forma de la funcién de regresion
(lineal, polinémica, u otras), el tipo de distribucién del error, la forma de obtener los datos

muestrales, y otros aspectos.

FEn este tema vamos a tratar modelos de regresién considerando que la variable res-
puesta Y estd sesgada por longitud. El sesgo en la variable respuesta no solo causa una

distorsion en la determinacion de la funcién de regresion verdadera, sino que también afecta

45
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a la estimacion de la varianza, ver Vardi (1982). A pesar de que el problema de la regresion
lineal bajo supuestos de observacién de datos habituales se ha estudiado ampliamente en
la literatura, el desarrollo de métodos para hacer frente a los datos sesgados se ha llevado a
cabo principalmente en el iltimo medio siglo, y gran parte de la teoria se dedica a censurar
o truncar datos. Aunque el sesgo por longitud no es una situacioén extrema, debemos tener
en cuenta que, como ocurre con el truncamiento y la censura, los métodos de estimacién
paramétrica estandar no son adecuados. En este sentido, los métodos que proponemos para
estimar la funcién de regresién se basan en compensar el efecto que produce el sesgo de

longitud en las observaciones.

En la primera seccién de este tema vamos a hablar del modelo lineal simple con datos
no sesgados y veremos como a partir de él obtenemos el modelo de regresiéon lineal multiple
v el modelo lineal general. Posteriormente desarrollaremos los resultados de inferencia para
el modelo lineal general, y veremos su aplicacién e interpretacién en el modelo de regresion
lineal multiple. En la segunda seccion, abordaremos los mismos temas, pero con la diferencia
de que trataremos con datos sesgados por longitud. Y en la ultima, empleando el programa
R generaremos muestras sesgadas de un modelo de regresion y estimaremos los coeficientes
del modelo con y sin ponderacién, para hacer una comparacion de los sesgos y desviaciones

tipicas aproximadas.

3.1. Modelo lineal general con datos no sesgados

En el modelo de regresiéon lineal simple tanto la variable respuesta Y, como la variable
explicativa X, se suponen univariantes. Cada una de ellas refleja el valor de una sola

caracteristica. Se suele escribir como:
Y = B0+ 1 X +e,

donde Var(s/X = x) = 0? Vx,e € N(0,0%), y €1,...,&, son independientes. Es decir,
el modelo cumple las hipotesis de linealidad (la funcién de regresion es una linea recta),
homocedasticidad (la varianza del error es la misma cualquiera que sea el valor de la va-
riable explicativa), normalidad (¢ € N(0,0?)) e independencia (las variables aleatorias que

representan los errores €1, ..., &, son mutuamente independiente).

Para poder hacer una estimacion de los parametros del modelo (fp, 81), necesitamos

datos experimentales. Distinguiremos dos tipos de disefio experimental:
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e Diseno fijo. Los valores de la variable explicativa estan fijados por el experimentador,
de acuerdo a un disenio conveniente. En este caso los valores de la variable explicativa
no son aleatorios, sélo es aleatorio el error y, en consecuencia, la variable respuesta. La

muestra resultante de un disefio fijo seria del tipo:

(xla Yl)a (EX3} (xna YTL)

e Disenio aleatorio. Tanto la variable explicativa como la variable respuesta son aleato-

rias. La muestra resultante de un disefio aleatorio seria del tipo:

(Xla Yl)a seey (XTHYH)

En resumen, un modelo de regresion lineal simple, homocedastico, con errores normales
e independientes, del que extraemos una muestra bajo disefio fijo nos proporciona datos del
tipo (z1,Y1), ..., (zn, Yy,) donde x1, ..., x, son valores fijados por el experimentador, mien-

tras que Y; = Bo + fix; + &; para i € {1,...,n}, siendo &1, ..., &, independientes.

Si consideramos el modelo de regresion lineal simple y lo extendemos a situaciones
mas complejas, en las que hay més de una variable explicativa, obtenemos el modelo de
regresion lineal miltiple. Sea entonces una variable respuesta Y y una coleccién de variables
explicativas X1, Xo, ..., X,,_1. Para obtener un modelo de regresion lineal multiple, basta

con considerar una combinacién lineal de las variables explicativas, de la siguiente manera:
Y =0 +5X1+..+08-1Xp-1+e¢,

donde By, B1, ..., Bp—1 son los pardmetros que acompanan a las variables (5y es el inter-

cepto, B, ..., Bp—1 acompafian a las variables explicativas) y ¢ el error.

Una muestra bajo diseno fijo de este modelo se puede expresar como
Y = Bo+ Bixi1 + . + Bp—1Zip-1 + &,

siendo Y; la variable respuesta del i-ésimo individuo, x; 1, ..., ¢; p—1 las variables explicativas

del mismo y ¢; el error asociado a dicho individuo. Expresado matricialmente:

Bo

Y1 1 ‘11 - - - T1p-1 €1

O I B

Yn 1 Tnl - - -« Tpp—1 En

Bpfl
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Sustituyendo cada vector o matriz por un simbolo, llegariamos a la siguiente expresion

abreviada:

Y =XB+e¢,

donde Y es el vector de respuestas, la matriz X es una matriz n x p, (cada fila representa
a un individuo y cada columna a cierta caracteristica) 8 es el vector de parametros y ¢ es

un vector que contiene los errores y verifica e € N,,(0,0?).

La representacion del modelo de regresién multiple permite considerar un contexto mas
general, denominado modelo lineal general, en el cual caben modelos de regresién con va-

riable explicativa discreta:

Bajo el modelo lineal general, X es una matriz no aleatoria, 8 es un vector de parame-
tros que hay que estimar y ¢ € N,(0,02%1,), siendo o? la varianza del error, que también
hay que estimar, e I, la matriz identidad de orden n. Esta tltima expresién aglutina las

suposiciones de homocedasticidad, normalidad e independencia de los errores.

3.1.1. Estimacién de los parAmetros del modelo : 8 y o2

Nuestro problema ahora se va a centrar en la estimacién del vector de pardmetros
y de la varianza del error 2. Comenzaremos con la estimacién de 8 y plantearemos este
procedimiento desde el método de minimos cuadrados.

Escogeremos como estimador aquel 8 donde se alcance

n
ngl’l Z(YZ - xiﬁ)Qa
=1

siendo z; la fila i-esima de la matriz del disenio X.
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En notacién matricial, el problema de minimizacién se puede expresar de manera equi-
valente asi:

men(Y - XB)(Y —XB) = mﬁl’n ?(8),

donde ¢ es la funcién objetivo. Si derivamos la funcién objetivo respecto de 3, e igualamos

a cero, se obtiene lo que se conoce como las ecuaciones normales de regresién,
X'XB=X'Y,
cuya solucién es el estimador de 8 por minimos cuadrados, dado por:

B=(X'X)"'X'Y.

Una vez que se han obtenido los estimadores de los parametros, B , se pueden calcular

los ajustes o predicciones para los individuos de la muestra, de la siguiente manera:
Yi=ux;6,i € {1, ...,n},

o lo que es lo mismo

V= XA

Antes de seguir con la estimacion de la varianza, vamos a dar una interpretacion geo-

meétrica a las predicciones obtenidas con B . Para ello partimos de la expresién matricial
Y =XB=X(X'X)"'X'Y = HY,

donde H = X (X'X)"1X'Y se conoce como matriz hat. Asi, las predicciones Y se obtienen
aplicando la matriz hat a las observaciones Y. Ademaés Y es una combinacién lineal de
las columnas de X, y dentro de todas las posibles combinaciones, es la que tiene menor
distancia a Y. Por ello, podemos decir que la prediccién Y es la proyeccion de Y sobre
el espacio formado por todas las combinaciones lineales de las columnas de X. Ademsés,
también podemos decir que H es una matriz de proyeccion sobre dicho espacio. Como
corresponde a una matriz de proyeccién, es una matriz n X n simétrica, idempotente y de

rango p.

Vamos cerrar esta seccién con la estimacién de la varianza.
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Es conocido que los residuos se definen como la diferencia entre las observaciones y las
predicciones, esto es,
&E=Y,-Y, =Y, —miﬁ,i S {1,...,n}.

Por lo tanto, se puede formar un vector de residuos:

Y -Y = (I, — HY = MY,
donde M = I, — H se conoce como la matriz generadora de residuos. Es facil ver que M es
una matriz simétrica, idempotente, de rango (n — p) y ortogonal a la matriz hat, es decir,
MH = 0.

2

Como los errores no se observan, para estimar su varianza o~, emplearemos los residuos

que acabamos de definir. Asi, el estimador de la varianza del error seria

1 & RSS

: zn:éf =— (Yi—wzp)’ =
1=1

n—ps n—p< n—op

652 =

Hemos extendido la notacién RSS para la suma residual de cuadrados, y hemos empleado
como denominador (n — p) para conseguir un estimador insesgado de la varianza del error.
3.1.2. Propiedades de los estimadores

En este apartado vamos a deducir las propiedades de los estimadores de los parame-
tros asociados al modelo lineal genera, es decir de 5 y de 62. Estas propiedades serdn su
comportamiento en media (veremos que son insesgados), su varianza y su distribucion e

independencia.

En primer lugar vamos a ver que 8 es un estimador insesgado de . Para ello es suficiente

emplear que E(e) = 0.

E(B) = (X'X)'X'E(Y) = (X'X)"'X'XB =

Vamos a obtener la matriz de covarianzas del vector de aleatorio 3 Basta tener en
cuenta la hipotesis de homocedasticidad, es decir , Var(Y;) = o2. Por lo que la matriz de

covarianzas del vector de respuestas se puede escribir como Cov(Y,Y) = o21,,.
Cov(B, ) = Cov (X'X)'X'Y,(X'X)'X'Y) =

= (X'X)" ' X LX(X'X) !t =0*(X'X)!
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Para la estimacion de cada coeficiente del modelo, que es una componente del vector 3,
se toma la componente correspondiente de 3, que es un estimador insesgado. Y su varianza

se obtiene multiplicando o2 por el elemento correspondiente de la diagonal de (X/X)~!.

Vamos a mencionar un par de propiedades que utilizaremos en la demostracion del

siguiente teorema.

Propiedad 1. Si X € N, (i, X) y C es una matriz p x m de rango p, entonces

CX € N,(Cp,CC").

Propiedad 2. Sea X1, ..., X, € N(0,0?) una muestra aleatoria simple formada por m
observaciones independientes de una misma distribucién normal de media cero y varianza

02,y X = (X1,..., X;m)' € Npu(0,021,,) el vector aleatorio construido con las observaciones.

(i) Si A es una matriz simétrica de orden m x m, idempotente (A% = A) y de rango
r < m, entonces

X'AX € o%x2

(7i) Si A es una matriz en las condiciones anteriores y b es un vector de dimension m,

tal que Ab = 0, entonces
X'AX y VX son independientes.
(7i7) Si A y B son dos matrices en las condiciones anteriores y AB = 0, entonces

X'AX y X'BX son independientes.

Teorema 3.1. Supongamos que los errores €1, ...,&, Son independientes y tienen distribu-

cion comin N(0,02), y X es una matriz n X p de rango p. Entonces

(i) B € Np(B,0*(X'X)™")
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RSS  (n—p)&?

o2 o2

(i)

€ Xpp

(iii) By RSS (6 62) son independientes.

Demostracion. Para obtener (i) simplemente tenemos que aplicar la Propiedad 1 (sobre
transformaciones lineales de vectores aleatorios normales), teniendo en cuenta que B =
(X'X)"1X'Y, e Y € N, (XB,0%]).

Por lo tanto B tendra distribucién normal, cuyo vector de medias y matriz de covarian-

zas han sido calculados anteriormente.

Para obtener (i7) tenemos que emplear el apartado (i) de la Propiedad 2 (sobre trans-
formaciones cuadréticas aplicadas a una muestra de variables normales), pues segin hemos
visto RSS = &'(I,,— H)e, y como € = (g1, ..., £,,)" esta en las condiciones de la Propiedad 2,

y la matriz (I, — H) es simétrica, idempotente y de rango (n—p), entonces RSS € 02)(%_1,.

Finalmente el apartado (ii7) se obtiene también de la Propiedad 2, en este caso de su

apartado (i7), para lo cual basta con observar que
B=X'X)'X'Y = (X'X)'X'XB+ (X'X) ' X'e = B+ (X'X) ' X'e,

mientras que RSS = ¢'(I, — H)e. Como (X'X)~1X'(I,, — H) = 0, entonces '(I,, — H)e y
(X’X)~1X’e son independientes, y por tanto, también lo son By RSS. O]

3.2. Modelo lineal general con datos sesgados por longitud

En esta seccion vamos a seguir tratando con el modelo lineal general, con la diferencia
de que ahora consideraremos que la variable respuesta Y estd sesgada por longitud. Da-
remos una estimacion de los parametros del modelo, que van a ser diferentes a los vistos
en la seccién anterior debido a la presencia del sesgo, y mencionaremos algunas de sus

propiedades.

Hemos visto que un modelo de regresion lineal, homocedastico, con errores normales e
independientes, del que extraemos una muestra bajo disefio aleatorio nos proporciona datos
del tipo (X1,Y1), ..., (X, Yn). Seguimos suponiendo el modelo lineal para las variables
originales, pero ahora suponemos que el proceso de observacién estd sometido a cierto
sesgo. De este modo, la muestra resultante sera del tipo (X}”, Y1), ..., (XY, YY), siendo w

una funcién que indica la probabilidad de observar cada dato bajo el mecanismo de sesgo.
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Por ejemplo, en el caso de sesgo por longitud, w es proporcional al valor de Y. Por lo tanto,
bajo sesgo por longitud, nuestra muestra (X{°, Y*), ..., (X\¥,Y,), es una muestra i.i.d. de

una variable aleatoria con distribucién F'* y cuya densidad viene dada por:

AF"(2,y) = —dF(,y).
ny

siendo F'(z,y) la distribucion bivariada de (X,Y) y puy = E(Y).

3.2.1. Estimacién de los parametros del modelo

Uno de los procedimientos més utilizados en la literatura para obtener una estimacion

de S, es el método de minimos cuadrados ponderados, que consiste en:
"1
min Y —(Y¥ —2¥B)?, 3.1
) (06 - o) (3.1

siendo w; = w(z¥,Y;*). La introduccion de los reciprocos de w;, como pesos en los minimos
cuadrados ponderados, es la manera de corregir el sesgo de los datos para obtener un
estimador consistente de los coeficientes del modelo lineal en la distribucién original de
(X,Y). En concreto, en el caso de sesgo por longitud, basta con tomar el reciproco de

las respuestas (ver Cristobal y Alcala (2000)), obteniendo asi el siguiente problema de

optimizacion:
- 1 w w Q)2
mﬁm W(Yz’ — ;' B)
=1 "7

La solucién al problema anterior es
B=((X"Ywx®) " (X®YWy™),

donde Y es un vector columna con las observaciones Y;, X" es una matriz n x p dada

por
w w w
L1 i1 0 Tip
XY=1|:1|=
w w w
L, xn,l $n,p
y W es la siguiente matriz diagonal
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3.2.2. Propiedades de los estimadores

Aunque el estimador por minimos cuadrados ponderados, B, es facil de calcular, sus
propiedades de sesgo y varianza no son sencillas de obtener, pues involucra unos pesos
aleatorios, (Y*)~1 en el caso de sesgo por longitud en Y. Aqui vamos a proporcionar las
propiedades asintoticas que obtuvieron Ojeda Cabrera y Van Keilegom (2009) para el esti-
mador B con funcion de sesgo arbitraria w(x,y) y en un contexto de regresién paramétrica

no necesariamente lineal.

Asi, se considera un modelo de regresion del tipo
Y =m(X,B) +o0(X)e,

donde Y es la variable respuesta, X la variable explicativa, ¢ el error, que se supone in-
dependiente de X (cumple que E(e) = 0,Var(e) = 1), m(z,3) es la funcién de regresion
, siendo 3 un parémetro desconocido que debemos estimar, y o?(z) = Var(Y/X = x)

es la funcion de varianza condicional. Claramente, el modelo de regresion puede no ser li-

2 X
neal. Cabria, por ejemplo, un modelo periédico como éste m(X, ) = By+ 31 -sen (W> ,

P2

donde la funcion de regresion no es lineal respecto del vector de pardmetros 8 = (So, 81, B2).

A continuacién enunciamos el resultado sobre la distribucion limite del estimador S,
que obtuvieron Ojeda Cabrera y Van Keilegom (2009), pagina 2839. En su Lemma 3.1 se

considera una funciéon de peso w(z,y) arbitraria.

Lema 3.2. Consideremos el modelo de regresion
Y = m(X, 8) + o(X)e,

del cual se observa una muestra bajo sesqo de seleccion. Entonces, bajo ciertas condiciones
de reqularidad en m y o, el estimador por minimos cuadrados ponderados, 3, presenta la

siguiente distribucion limite cuando n tiende a infinito:
5 d
V(B —B) — N(0,%),
siendo
8m5(X) aﬂ”Lg(X)T

Q=E|— 58

(Y — 0ms (X)) Im(X) Omp(X)T

1
wxy) o op |1

Y = o E
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En el Lema 3.2 se denota u, = E(w(X,Y)). Observamos que la matriz 2 juega el
papel de la matriz X’X de los modelos lineales. De hecho, en la matriz de covarianzas
aparece ) junto con una matriz ponderada en funcién del cuadrado del erro y la funcién

de ponderacién por sesgo de seleccion, w.

3.3. Simulaciones

FEn esta seccién se presenta un estudio de simulacién en el que se han estudiado las
propiedades de sesgo y varianza del estimador por minimos cuadrados ponderados 3, y se

han comparado con el estimador por minimos cuadrados ordinarios (sin ponderacion).

Hemos considerado el modelo de regresion lineal simple
Y = BO + BlX + €,

donde By = 81 = 3, X tiene distribucién uniforme en el intervalo [0,1] y ¢ € x3 — 2, esto
es, el error tiene distribucién ji-cuadrado con dos grados de libertad, a la cual le hemos

restado 2 para que tenga media cero.

Generar muestras de este modelo, anadiendo sesgo por longitud en Y, no es tan sen-
cillo como en el tema anterior, en el cual no habia regresién, y habia muchos casos de
distribuciones cuya version sesgada era conocida o facilmente deducible. En el contexto de
regresion que nos ocupa, la version sesgada del vector (X,Y) no tiene distribuciéon conoci-
da. En estas circunstancias, hemos optado por generar una cantidad ingente de datos del
modelo original (un milloén en este caso) y tomar muestras de esta “pseudo-poblacion” con

probabilidades proporcionales a los valores de Y.

De este modo, resulta una muestra (X{",Y}"),...,(XY,Y,) obtenida bajo sesgo por
longitud de Y. Realmente no hemos tomado una muestra sino mil, para obtener asi mil
réplicas del estimador por minimos cuadrados ponderados, B, cada una calculada sobre
una muestra. A partir de estas mil réplicas podremos aproximar el sesgo y la varianza del

estimador.

En el Cuadro se muestran el sesgo y la varianza aproximados en mil simulaciones
del modelo, para los estimadores de los coeficientes de regresiéon, por minimos cuadrados
ponderados (bajo el titulo “Con ponderacion” en el cuadro) y por minimos cuadrados
ordinarios (bajo el titulo “Sin ponderaciéon” en el cuadro). Se han considerado dos tamailos

de muestra, n = 50 y n = 100.



56 CAPITULO 3. REGRESION CON DATOS SESGADOS POR LONGITUD

Respecto del sesgo, observamos que el estimador sin ponderacién presenta un sesgo
considerable (tanto para la ordenada en el origen como para la pendiente), bastante mayor
que el sesgo del estimador con ponderacién, y lo que es mas grave, ese sesgo no se reduce
al aumentar el tamano muestral. Esto es coherente con la previsible falta de consistencia
del estimador sin ponderacién, pues no corrige el sesgo de observacién, y por tanto, no

converge a los verdaderos valores de los coeficientes.

Por el contrario, el estimador con ponderacién reduce su sesgo con el tamano muestral,
y como era previsible, converge a los valores verdaderos de los coeficientes. Sin embargo,
debemos destacar que es un estimador sesgado, particularmente para tamanos de muestra

pequenos o moderados, pues la correccion del sesgo de observacion no es perfecta.

En relacién con la varianza, tanto el estimador con ponderacién como el estimador
ordinario presentan varianzas decrecientes con el tamano muestral. Aun asi, el estimador

con ponderacién también muestra varianzas menores que el estimador ordinario.

En consecuencia, hemos obtenido las propiedades que cabia esperar de los estimado-
res, con ponderacién por sesgo y sin ella. Podemos concluir que la ponderacién por sesgo
es necesaria para obtener estimaciones correctas de los coeficientes de regresion, como ya

ocurria con la media armoénica respecto de la media usual en capitulos anteriores.

Método Coeficientes Sesgo Varianza
n=50 | n=100 | n=50 | n=100
Ordenada en el origen | 1.2135 | 1.2131 | 0.6697 | 0.3462

Sin ponderacion

Pendiente -0.5839 | -0.5909 | 1.7435 | 0.8760
) Ordenada en el origen | 0.0779 | 0.02024 | 0.3309 | 0.1713

Con ponderaciéon -
Pendiente -0.0767 | -0.0102 | 0.8806 | 0.4463

Cuadro 3.1: Sesgo y varianza de los estimadores de los coeficientes de regresion, con pon-

deracién y sin ponderacion.



Apéndice A
Codigo R para las simulaciones

A.1. Distribuciones continuas

Modelo: F es uniforme en [a,b]

#- - - Generacion de los datos

set.seed (123456)

a—9

b=10

media=(a+b)/2

varianza=(b-a)"2/12

n=20 # Tamafio muestral

ns=1000 # Mil muestras simuladas

vmm=c() # Vector que recogera las mil medias aritmética

vma=c() # Vector que recogera las mil medias armonica

#- - - Generamos muestras
for (is in 1:ns){
u=runif(n,0,1)
x=sqrt(a”24+u*(b"2-a"2)); x # Muestra sesgada
# Media aritmética simple
vm|is|=mean(x)
# Media armonica
vmalis|]=1/mean(1/x)

}
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vi|is]
vmalis]
mean(vm)
mean(vma)
#- - - Propiedades de la media armoénica

sesgo=mean(vma)-media # Sesgo

et _hat=sd(vma) # Error tipico aproximado por simulacion
var=(et_hat)"2 # Varianza aproximada por simulaciéon
ECM=var+sesgo”2 # Error cuadratico medio

sigma”2/n # Var(X)

new=log(10)-log(9)

varasin—((media2)*(media*new-1))/n # Varianza asintética,

#- - - Representaciéon gréafica

par(mfrow=c(3,2))

#- - Uniforme (0,1) no sesgada

a—=(

b=1

curve(dunif(x, min = 0, max = 1),xlab = “x”, ylab =“Probabilidad”,xlim=c(0,1),ylim=c(0,1),
0,1,col = 2, lwd = 2, xaxt="n", main = “Uniforme(0,1)”)

axis(1, at = ¢(0:1), cex.axis=1)

abline(v=0, col="gray”)

abline(v=1, col="“gray”)

#- - Uniforme (0,1) sesgada

curve(x*dunif(x, min = 0, max = 1) /(1/2),xlab =“y”, ylab = “Probabilidad”,xlim=c(0,1),
ylim=c(0,2),0,1,col = 3, lwd = 2, xaxt="n”, main = “Uniforme(0,1) sesgada”)

axis(1, at = ¢(0:1), cex.axis=1)

abline(v=0, col=“gray”)

abline(v=1, col=“gray”)

#- - Uniforme (9,10) no sesgada
a=9
b=10
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curve(dunif(x, min = 9, max = 10),xlab = “x”, ylab = “Probabilidad” xlim=c(9,10),ylim=c(0,1),
9,10,col = 2, lwd = 2, xaxt="n", main = “Uniforme(9,10)")

axis(1, at = ¢(9:10), cex.axis=1)

abline(v=9, col=“gray”)

abline(v=10, col=“gray”)

#- - Uniforme (9,10) sesgada

curve(x*dunif(x, min =9, max = 10)/(19/2),xlab = “y”, ylab =“Probabilidad” xlim=c(9,10),
ylim=c(0,1.5), 9,10,col = 3, lwd = 2,xaxt="n", main = “Uniforme(9,10) sesgada”)

axis(1, at = ¢(9:10), cex.axis=1)

abline(v=9, col="gray”)

abline(v=10, col="gray”)

#- - Uniforme (100,101) no sesgada

a=100

b=101

curve(dunif(x, min = 100, max = 101),xlab = “x”, ylab = “Probabilidad” xlim=c(100,101),
ylim=c(0,1), 100,101,col = 2, lwd = 2, xaxt="n", main = “Uniforme(100,101)”)

axis(1, at = ¢(100:101), cex.axis=1)

abline(v=100, col=“gray”)

abline(v=101, col=“gray”)

#- - Uniforme (100,101) sesgada

curve(x*dunif(x, min = 100, max = 101)/(201/2),xlab = “y”, ylab = “Probabilidad”,
xlim=c(100,101), ylim=c(0,1.5), 100,101,col = 3, lwd = 2,xaxt="n", main =
“Uniforme(100,101) sesgada”)

axis(1, at = ¢(100:101), cex.axis=1)

abline(v=100, col="gray”)

abline(v=101, col="gray”)

Modelo: F es Gamma(p,a)

#£- - - Generacién de los datos
set.seed (123456)

p=38
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a=1

media=p/a
sigma—sqrt(p)/a
sigma”2

n=20
et=sigma/sqrt(n)
et

#- - - Generamos muestras
ns=1000 # Mil muestras simuladas
vim=c() # Vector que recogera las mil medias aritmética

vma=c() # Vector que recogera las mil medias armonica

for (is in 1:ns){
# x=rgamma(n,shape=p,scale=1/a) # Muestra no sesgada
x=rgamma(n,shape=p-+1,scale=1/a) # Muestra sesgada
# Media aritmética simple
vm|[is|=mean(x)
# Media armoénica
vmalis|]=1/mean(1/x)

}

#- - - Propiedades de la media aritmética simple
sesgo=mean(vm)-media
et _hat=sd(vm) # Error tipico aproximado por simulacion

et hat"2

#- - - Propiedades de la media arménica
sesgo=mean(vma)-media

et _hat=sd(vma) # Error tipico aproximado por simulacion
var=(et__hat)"2 # Varianza aproximada por simulacion
ECM=var+sesgo"2

sigma”2/n # Var(X)

et"2

new=a"2/(p-1)
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((media"2)*(media*new-1))/n # Varianza asintotica

#- - - Representacién grafica

par(mfrow—c(2,2))

#- - Gamma(2,1) no sesgada
p—2
curve(dgamma(x, shape=p, scale=1/a), xlab = "x", ylab = "f(x;p,a)", 0, 10, col = 2,

lwd = 2, main = "Gamma(2,1)")

#- - Gamma(2,1) sesgada
p=3
curve(dgamma(x, shape=p-+1, scale=1/a), xlab = 2", ylab = "f(x;p,a)", 0, 10, col = 3,

lwd = 2, main = "Gamma(3,1)")

#- - Gamma(8,1) no sesgada
p=38
curve(dgamma(x,shape=p, scale=1/a), xlab = "x", ylab = "f(x;p,a)", 0,10,col = 2,

lwd = 2, main = "Gamma(8,1)")

#- - Gamma(8,1) sesgada
p=9
curve(dgamma(x, shape=p-+1, scale=1/a), xlab = 2", ylab = "f(x;p,a)", 0,10,col = 3,

lwd = 2, main = "Gamma(9,1)")

Modelo: F es Beta(a,b)

#- - - Generacién de los datos
set.seed (123456)

a=1

b=1

media=a/(a+b)
sigma—(a*b)/((a+b) 2*(a+b+1))
n=20

et=sigma/sqrt(n)
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#- - - Generamos muestras
ns=1000 # Mil muestras simuladas
vin=c() # Vector que recogera las mil medias aritmética

vma=c() # Vector que recogera las mil medias armonica

for (is in l:ns){
# x=rbeta(n,shapel=a, shape2=b, ncp = 0) # Muestra no sesgada
x=rbeta(n,shapel=a+1, shape2=b, ncp = 0) # Muestra sesgada
# Media aritmética simple
vm|is|=mean(x)
# Media armonica
vmalis|]=1/mean(1/x)

}

#- - - Propiedades de la media aritmética simple
sesgo=mean(vm)-media

et _hat=sd(vm); et _hat # Error tipico aproximado por simulaciéon

#- - - Propiedades de la media arménica

sesgo=mean(vma)-media

et _hat=sd(vma); et hat # Error tipico aproximado por simulacion
var=(et__hat)"2

ECM=var+sesgo”2

sigma’2/n

new=(a+b-1)/(a-1)

((media"2)*(media*new-1))/n # Varianza asintotica

#- - - Representaciéon gréfica

par(mfrow=c(2,2))

#- - Beta(2,1) no sesgada

a=2

b=1

curve(dbeta(x, shapel=a, shape2=b ncp=0,log = FALSE), xlab = "x", ylab = "f(x;p,q)"
0,1,col = 2, lwd = 2, main = "Beta(2,1)")
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#- - Beta(2,1) sesgada
curve(dbeta(x, shapel=a+1, shape2=b,ncp=0,log = FALSE), xlab = g", ylab ="f(x;p,q)",
0,1,col = 3, lwd = 2, main = "Beta(3,1)")

#- - Beta(9,1) no sesgada

a=9

b=1

curve(dbeta(x, shapel=a, shape2=b,ncp=0,log = FALSE), xlab = "x", ylab = "f(x;p,q)",
0,1,col = 2, lwd = 2, main = "Beta(9,1)")

#- - Beta(9,1) sesgada

curve(dbeta(x, shapel=a+1, shape2=b,ncp=0,log = FALSE), xlab = 2", ylab ="f(x;p,q)",
0,1,col = 3, lwd = 2, main = "Beta(10,1)")

A.2. Distribuciones discretas

Modelo: F es Poisson(\)

set.seed (123456)

lambda=2
sigma=sqrt(lambda)
n=20

et=sigma/sqrt(n)

#- - - Generamos muestras
ns=1000 # Mil muestras simuladas
vm=c() # Vector que recogera las mil medias aritmética

vma—c() # Vector que recogera las mil medias armonica

for (is in 1:ns){
# x=rpois(n,lambda=lambda) # Muestra no sesgada
x=1+rpois(n,Jambda=lambda) # Muestra sesgada
# Media aritmética simple
v |is|=mean(x)
# Media armoénica

vmalis|=1/mean(1/x)
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#- - - Propiedades de la media aritmética simple
sesgo=mean(vm)-lambda

et _hat=sd(vm); et _hat # Error tipico aproximado por simulaciéon

#- - - Propiedades de la media armoénica

sesgo=mean(vma)-lambda

et _hat=sd(vma); et hat # Error tipico aproximado por simulacién
var=(et__hat)"2

ECM=var+sesgo”2

sigma”2/n

new=(pi2,/6)*lambda

((media”2)*(media*new-1))/n # Varianza asintotica

#- - - Representacion grafica

par(mfrow=c(1,2))

#- - Poisson(2) no sesgada

lambda=2

x <-0:30

plot(.x, dpois(.x, lambda=lambda,log = FALSE),col=2,xlim=c(0,10),ylim=c(0,1.5),
xlab="x", ylab="Probabilidad", main="Poisson(2)", type="h")

points(.x, dpois(.x, lambda=lambda), col=2,pch=16)

abline(h=0, col="gray")

#- - Poisson(2) sesgada

plot(.x, 14+dpois(.x, lambda=lambda,log = FALSE),col=3 xlim=c(0,10),ylim=c(0,1.5),
xlab=g", ylab—"Probabilidad", main—"1+4Poisson(2)", type—"h")

points(.x, 1+dpois(.x, lambda=lambda), col=3,pch=16)

abline(h=0, col="gray")
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A.3. Regresion con datos sesgados por longitud

set.seed (123456)

nn=1000000 # Tamaro poblacional de referencia

beta=c(3,3) # Coeficientes de regresion

xg=runif(nn)
eps=rchisq(nn,df=2)-2
yg=Dbeta[l|+betal2]|*xg+eps
#plot(xg,yg,ylim=c(0,max(y)))
#abline(a=2,b=3)

p=yg/sum(yg)
n=—>50

# Generamos muestras
ns=1000 # Mil muestras simuladas
m_ sin=matrix(0,nrow=ns,ncol=2) # Matriz que recogera los mil pares de coeficientes
(sin ponderacion)
m_con=matrix(0,nrow=ns,ncol=2) # Matriz que recogera los mil pares de coeficientes
(con ponderacion)
for (is in l:ns){
#- - - Generacién de la muestra sesgada
ind=sample(nn,n,prob=p)
x=xg|ind]
y=yglind]
# plot(x,y,ylim=c(0,max(y)))

#- - - Ajuste lineal sin ponderacion
beta_sin=coef(lm(yx))

m_ sin[is,|=beta_sin

#- - - Ajuste lineal con ponderacién

beta_con=coef(lm(yx,weights=1/y))
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m_ conlis,|=beta_con

if (is==floor(is/5)*5){

cat(“Sample” is,“Coef sin" beta_sin “Coef con”beta_con,“\n")}

# Propiedades de los coeficientes sin ponderacién
sesgo__sin=colMeans(m _sin)-beta; sesgo _sin
et sin=c(sd(m_sin[,1]),sd(m _sin[,2])); et sin # Error tipico aproximado por

simulacién

# Propiedades de los coeficientes con ponderacion
sesgo__con=colMeans(m _con)-beta; sesgo _con
et_con=c(sd(m_ con[,1]),sd(m_con[,2])); et _con # Error tipico aproximado por

simulacién
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